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Abstract: ベンチマークのないバランス型運用では，しばしば自身と類似した運用を行うプレイ
ヤーとのパフォーマンス比較が重視されるため，他のプレイヤーのポジションを把握することが相対
的な運用リスク管理の観点から有用である．しかし多くのヘッジファンド複製に関する先行研究で
示されるように，運用の自由度の高いポートフォリオのポジションを高精度に推定することは容易
ではない．そこで本研究ではヘッジファンドより投資制約の強いバランス型投資信託をケーススタ
ディとして，高精度なウェイト推定を実現する手法を提案し，人工データ実験によりその有効性を
示す．具体的には，一般的なショート・レバレッジ制約付きの投資信託のウェイト変動が時価変動要
因とリバランス要因から構成されることを，状態空間モデルを用いて明示的に組み込むことにより，
ウェイトひいてはリバランスまで高精度に推定できることを明らかにする．

1 はじめに

バランス型運用の客観的なパフォーマンス評価は，多
くの場合にベンチマークが与えられていないことから
容易ではない．絶対リターンやシャープレシオなどを用
いて絶対的な評価をすることも可能ではあるが，デー
タ期間の相場つきの影響を強く受けることから複数の
期間のパフォーマンスを中立的に評価できているとは
言い難い．この問題は，ウェイト制約などによりベー
タの影響を受けやすい運用ほど顕著になる．こうした
状況から，バランス型運用ではしばしば自身と類似し
た運用を行う他のプレイヤーとのパフォーマンス比較
が重視される．しかしベンチマーク対比でのパフォー
マンス尺度の場合と異なり，比較対象である競合の運
用商品のポジションを即時的に知ることができないこ
とから，競合比を前提とした運用のリスク管理は行え
ず，事後的なパフォーマンス評価に終始してしまうと
いう問題が存在する．
そこで本研究では，バランス型運用の相対的なリス
ク管理を企図して，他のプレイヤーのポジションを高
精度に推定する手法を提案する．ここで相対的なリス
ク管理とは，一般的な株式運用におけるトラッキングエ
ラーやアクティブシェアの管理に相当する概念である．
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しかし，多くのヘッジファンド複製に関する先行研究
で示されるように，ヘッジファンドのような運用の自
由度が高く，透明性の低い運用商品のポジションを高
精度に推定することは容易ではない．そこで本研究で
は，ヘッジファンドより投資制約が強く透明性の高い
バランス型投資信託をケーススタディとして，高精度
なウェイト推定の実現を目指す．本ケースでは，ショー
ト・レバレッジ制約1 付きの投資信託を想定しており，
デリバティブが用いられないことからウェイト変動は時
価変動要因とリバランス要因に明確に分離される．こ
の性質を状態空間モデルを用いて明示的に組み込むこ
とにより，高い精度のウェイト推定ひいてはリバラン
ス推定を実現する手法を提案する．
本稿の構成は次の通りである．2章では，本研究に関

連するヘッジファンド複製に関する先行研究について
簡単に述べる．3章では，線形回帰，ベイズ線形回帰，
カルマンフィルタ，粒子フィルタを用いたウェイトの
推定手法を導入する．そして 4章において，バランス
型投資信託を想定した人工データを用いた数値実験に
よってそれらの有効性を評価する．最後に，結論を述
べる．

1ウェイトが非負で，ウェイト和が 1となるような投資制約で，最
適化の分野では単体制約と呼ばれる．投資信託では，このようなウェ
イト制約が課されることが多い．
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表 1: 一般のヘッジファンドと本研究の対象の比較

一般のヘッジファンド 本研究の対象

投資対象の可変性 有 無
投資対象の非線形性（オプションなど） 有 無

レバレッジ 有 無
ショート 有 無

リターンの開示頻度 四半期，月次 日次

2 先行研究

ポートフォリオのウェイト推定問題の関連研究とし
て，ヘッジファンド複製に関する研究が古くから数多
く行われている．ヘッジファンド複製の主なモチベー
ションは，ヘッジファンドのパフォーマンスを低コスト
で複製することにあり，大きく 3つのアプローチに分
かれる [1]．第一のアプローチは，ヘッジファンドの公
表データ，金融指標データなどから，ファクターモデル
などを用いてヘッジファンドのリターンを複製する手
法であり，帰納的に毎期のリターンを複製する．第二
のアプローチは，対象とするヘッジファンドが行って
いると想定される運用戦略をボトムアップに構築する
ことでリターンを複製する手法であり，演繹的に毎期
のリターンを複製する．第三のアプローチは，ヘッジ
ファンドのリターンの統計的性質を規定し，その特性
を満たすような戦略を構築する手法であり，リターン
分布を複製する．これらの中でポートフォリオのウェ
イト推定に直接的に関連するのは，第一のアプローチ
であり，多くの場合にファンドのエクスポージャー2推
定が行われている．
リターンの帰納的な逐次複製は，回帰をベースに行
われることが多い．古典的な手法として，OLSを用い
た複製はリスクファクターでの複製 [2, 3, 4]，流動性
資産での複製 [5]など数多く行われている．なお [6]で
は，S&P500の個別銘柄に投資するファンドを対象に
逐次的に保有銘柄候補を変えながらOLSを用いてウェ
イト推定をしているが，保有銘柄の組合せを当てるこ
とに焦点が当てられており，ウェイト推定を高精度に
できているわけではない．この他にも，OLSを拡張し
た手法として，Ridge回帰を用いて多重共線性の問題
に対応する手法 [7]，LASSO回帰を用いて大規模な投
資ユニバースから複製に用いるべき資産を選択する手
法 [8, 9]，それらを組み合わせた Elastic Net回帰を用
いた手法 [10]など，OLSに正則化項を付加した手法も
提案されている．[10]によれば，ステップワイズ回帰，
主成分回帰，部分最小二乗回帰などの古典的な手法と

2ファクター等に対するファンドの感応度を指し，ファンドの保
有資産のウェイトを指しているわけではないことに注意されたい．

比較して，正則化項をつけた縮小推定量の方が実証的
に高いリターンの複製精度を得られている．
より精緻なモデリングを実現しようとした試みとし
て，状態空間モデルを導入した研究もある．状態空間モ
デルを用いたアプローチでは，エクスポージャーを状態
とみなして状態方程式で記述し，リターンが観測方程
式に従ってエクスポージャーから生成されると考える．
状態空間モデルの推定は，ベイズフィルタを通してオ
ンラインで行われるため，エクスポージャー推定の遅
行性を改善できる．具体的な手法として，状態方程式と
観測方程式が共に線形で，誤差を正規分布とした場合
にはカルマンフィルタを用いたアプローチ [10, 11, 12],

より一般の分布の場合には粒子フィルタを用いたアプ
ローチ [12, 13]が提案されている．粒子フィルタを用
いることで，リターンのファットテール性やオプショ
ン等の非線形なリターンを有する資産などを考慮する
ことも可能となる．その他に，ヘッジファンド指数を
ショート・レバレッジ制約付きのポートフォリオで複
製しようとした試みもある [13]．この研究ではエクス
ポージャー分布をディリクレ分布とした状態空間モデ
ルでモデリングしており，粒子フィルタを用いた推定
により，相対的に優れたリターンの複製精度が得られ
ている．しかし，投資対象が縛られないヘッジファン
ド指数と複製ポートフォリオの投資対象が一致しない
こと，ヘッジファンド指数のリターンの開示頻度が低
いことから，ウェイト推定ができているわけではない．
以上に挙げたヘッジファンド複製に関する研究のほ
とんどのモチベーションは．低コストでヘッジファン
ドと同一のパフォーマンスを得ることにあり，正確な
ウェイト推定を目的としているわけではない．この点
がヘッジファンド複製に関する先行研究と本研究の大
きな違いである．一般のヘッジファンドと本研究の対
象には表 1のような違いがあり，本研究の問題の構造
のシンプルさと透明性をうまく活かすことで，精度の
良いウェイト推定が可能となる．
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3 ウェイトの推定手法

ウェイト推定問題の基本構造は回帰問題として捉え
られ，一種の逆問題になっている [14]．多くの順問題
の演算が和，積，積分から構成されることから，逆問
題はそれらの逆演算である差，商，微分から構成され
ることが多い．逆問題における商演算は不安定性を生
む要因となり得て，線形回帰においては逆行列に起因
する多重共線性の問題が存在する．
以上を背景に，ウェイト推定問題は一般に不良設定
問題となるが，不良設定問題を良設定問題に変換する
ためにしばしば正則化が施される．正則化はモデルの
バイアスを上げ，バリアンスを下げる効果があるが，問
題の構造に合わせた正則化を施すことで汎化性能を向
上させることも可能である．ここで幾つかの正則化は
ベイズ的に解釈可能3であることが知られている [15]．
本研究では自由度の高いベイズモデルを用いること
で問題の構造に合わせた正則化を図る．具体的には線
形回帰から始めて，ベイズモデルにおける事前分布（グ
ラフィカルモデルおよび各ノードの分布形）をうまく設
定することで，効率的なウェイト推定の実現を目指す．

3.1 線形回帰

T，Kをそれぞれデータ期間，ファンドのキャッシュ
を除く投資対象資産数とする．ここでは，組み入れ資産
のリターン行列R ∈ RT×K，ファンドのリターンベク
トル r ∈ RT を入力値としてウェイトベクトルw ∈ RK

を求める問題を考える．なおリターン誤差ベクトルを
ε = r −Rwとする．
線形回帰を用いたウェイト推定問題は，ショート・レ
バレッジ制約下でリターンの二乗誤差 ε⊤εを最小化す
ればよく，以下の最小化問題に帰着する:

min
w

1

2
w⊤R⊤Rw − r⊤Rw

s.t. w ≥ 0, w⊤1 ≤ 1.
(1)

3.2 ベイズ線形回帰

ナイーブな線形回帰を用いたウェイト推定の問題点
として，「正則化されていないため，即時性を高めよう
としてデータの窓幅を短くすると外れ値の影響が大き
くなること」，「ファンドの事前情報を全く利用してい
ないため，推定の非効率性が残ること」が挙げられる．
そこで本節では線形回帰をベイズ化し，ファンドに
関する事前情報を事前分布の形で与えることで問題の
解決を図る．具体的には，ウェイトの事前分布として，

3例えば，L1 正則化はラプラス分布を，L2 正則化は N (0, η2I)
を事前分布に置いた場合の最大事後確率（MAP）推定と解釈できる．

平均および共分散行列を前回推定したウェイト平均（前
回の推定ウェイト）およびウェイト共分散行列とした
正規分布を用いる．また尤度として，誤差が正規分布
に従うと仮定する4. 事前分布をこのように置くことで，
「今回推定するウェイトは前回推定したウェイトの近傍
にあること」，「ファンドのウェイト変動には特徴（例
えば，外国株式比率が上がる時は国内債券比率が下が
るなど）があること」を踏まえることができる．
ただし今回の問題設定には，ショート・レバレッジ
制約が課されているため，事後分布の平均値が必ずし
も実行可能領域内に存在するとは限らない．そこで事
後分布の平均値が，実行可能領域外に出てしまった場
合，実行可能領域内で最大事後確率をとる点5 が平均
値になるように事後分布を平行移動させる手順を加え
る．以上のベイズ更新の手順について，2資産＋キャッ
シュの場合を図 1に示す。
以上より，正定値行列S0 ∈ RK×K，正実数 β ∈ R>0

を用いて，ウェイトの事前分布 p(w) = N (w0, S0) ，

リターン誤差 εi
iid∼ N (0, β−1) を仮定すると，ベイズ

線形回帰を用いたウェイト推定問題は，以下の最小化
問題6に帰着する:

min
w

1

2
w⊤S−1w − (w⊤

0 S
−1
0 + βr⊤R)w

where S−1 = S−1
0 + βR⊤R

s.t. w ≥ 0, w⊤1 ≤ 1.

(2)

3.3 カルマンフィルタ

本研究対象のようにファンドが現物資産にのみ投資
している場合には，ウェイトは時価変動要因とリバラ
ンス要因の 2つの要因で変動する．したがって実際の
ウェイトは，前回更新ウェイトではなく，前回更新ウェ
イトから「時価変動した」ウェイトの近傍にある．こ
の情報をウェイトを状態とみなした状態空間モデルを
用いて組み込むことを本節と次節では考える．
ウェイトの時価変動とファンドリターンは共に，ウェ
イトと組み入れ資産のリターンの線形式で記述できる．
仮にリバランスとファンドリターン誤差が正規分布に
従うと仮定した場合，状態空間モデルは線形・正規分
布型となり，カルマンフィルタを用いて状態を推定す
ることができる．

4尤度が正規分布の場合，正規分布は共役事前分布となることか
ら，事後分布も正規分布となる．

5実行可能領域内において，元の事後分布の平均値からのマハラ
ノビス距離最小の点である．

6目的関数は (r−Rw)⊤(r−Rw)+ 1
β
(w−w0)⊤S−1

0 (w−w0)

のように二乗誤差＋マハラノビス距離で記述された正則化項の形に
変形できる．w0 = 0, S0 = I の場合には通常の L2 正則化となる
ことから，問題の構造を踏まえて L2 正則化の拡張をしていると解
釈できる．
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図 1: 2資産＋キャッシュの場合のベイズ更新の手順

ここでは，推定した t − 1時点の期初ウェイトベク
トル wt−1 ∈ RK，キャッシュウェイト wt−1,cash ∈ R，
t−1時点および t時点の組み入れ資産リターンベクトル
ra,t−1, ra,t ∈ RK，t時点のファンドリターン rt ∈ Rを
入力値として，t時点の期初ウェイトベクトルwt ∈ RK

を求める問題を考える．
この場合，状態方程式（ウェイトの更新式）は

wt = Gtwt−1 + et et∼N (0, Et)

Gt =
diag(1+ ra,t−1)

∥diag(1+ ra,t−1)wt−1∥1 + wt−1,cash

(3)

で表される7．ここでGtは時価変動を表し，etはリバ
ランスを表す．通常，誤差項として取り扱われる etに
経済的意味付けをしている点が本モデルの要所である．
これにより，ウェイトのみならずリバランスを含めた
推定が可能となる．
また観測方程式（ファンドリターンの更新式）は

rt = Ftwt + vt vt∼N (0, Vt)

Ft = r⊤a,t
(4)

で表される．ここで vtはファンドリターン誤差を表す．
なお本モデルにおいて，Et と Vt は既知とする．
ショート・レバレッジ制約については，フィルタリ
ング分布についてベイズ線形回帰の場合（図 1）と同
様の対応をする．
以上より，カルマンフィルタを用いたウェイト推定
問題では，キャッシュを除く資産について初期ウェイト
分布N (w0, S0)を置いてフィルタリング分布の制約付
きMAP推定を行えばよく，以下の最小化問題に帰着
する:

7diag(x) はベクトル x の各要素を対角成分とする対角行列を返
す．

min
wt

1

2
w⊤

t (A
−1
t + F⊤

t Vt
−1Ft)wt

− (F⊤
t V −1

t rt +A−1
t at)

⊤wt

where at = Gtwt−1

At = Et +GtSt−1G
⊤
t

S−1
t−1 = A−1

t−1 + F⊤
t−1V

−1
t−1Ft−1

s.t. wt ≥ 0, w⊤
t 1 ≤ 1.

(5)

ここでリバランスは，wt − atで求めることができる．

3.4 粒子フィルタ

前節までは，ショート・レバレッジ制約を最適化問
題の制約条件に入れることで考慮していた．本節では，
単体を定義域とするディリクレ分布でモデリングする
ことで，より自然にウェイト制約を考慮する．なおディ
リクレ分布を導入したことで解析的な推定が困難になっ
たため，本節では数値計算的な推定手法である粒子フィ
ルタを用いる．
この場合，状態方程式（キャッシュを含むウェイトの
更新式）は以下で表される:

wt∼Dirichlet(αt). (6)

ここでαt ∈ RK+1はディリクレ分布のパラメータであ
り，分布の期待値が前回の推定ウェイトから時価変動
した値となるように決定する．また観測方程式は，式
(4)と同様とする．
粒子フィルタを用いたウェイト推定アルゴリズムを，

Algorithm 1に示す．ここで αscale ∈ R>0 はディリク
レ分布の分散に影響を与えるパラメータで，値が大き
いほど分散が小さくなる．またN ∈ Z>0は粒子数であ
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Algorithm 1 粒子フィルタを用いたウェイト推定アルゴリズム

Input: αscale，N

Output: W

1: for t = 1 to T do

2: if t = 1 then

3: αt ← 1

4: else

5: w
(tmp)
t|t−1 ← Gtwt−1|t−1

6: αt ← αscalew
(tmp)
t|t−1

7: end if

8: for i = 1 to N do

9: w
(i)
t|t−1∼Dirichlet(αt)

10: end for

11: Wt|t−1 = {w(1)
t|t−1, w

(2)
t|t−1, · · · , w

(N)
t|t−1} を尤度比で復元抽出し，Wt|t = {w

(1)
t|t , w

(2)
t|t , · · · , w

(N)
t|t } を生成

12: wt|t ← E(Wt|t)

13: end for

14: W ← {w1|1, w2|2, · · · , wT |T }

り，値が大きいほど高い精度の推定が可能となる．ここ
でリバランスは，wt|t−w

(tmp)
t|t−1 で求めることができる．

4 数値実験

4.1 人工データ

ここでは，仮想的な株式，債券，キャッシュを保有す
るショート・レバレッジ制約付きのファンドのウェイ
ト推定問題を考える．入力値は株式，債券，ファンド
のリターンであり，株式，債券の 1期間のリターンは
それぞれN (0, 0.062)，N (0, 0.032)に独立に従うとす
る．データ期間は 300期間で，このファンドは 50期毎
に以下の戦略に切り替えるようリバランスすると仮定
する．

• 通常戦略（0，50，150，250期）：
株式 40%，債券 40%，キャッシュ20%

• リスクオフ戦略（100期）：
株式 10%，債券 20%，キャッシュ70%

• リスクオン戦略（200期）：
株式 70%，債券 20%，キャッシュ10%

推定すべき真のウェイト推移を図 2に，真の株式・債
券のリバランス行動を図 3 8に示す．

8煩雑になるため掲載していないが，ショート・レバレッジ制約
下でのリバランス比率はネットで 0 であるため，キャッシュリバラ
ンス比率は −株式リバランス比率−債券リバランス比率 となる．

図 2: 真のウェイト推移

図 3: 真の株式・債券のリバランス行動
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4.2 ハイパーパラメータ

線形回帰では，窓幅 20のローリングウィンドウで推
定を行った．ベイズ線形回帰では，初期ウェイト分布を
w0 = (0.5, 0.5)⊤，S0 = 10−2I とし，β = 102 で 1期
間ずつデータを与えて更新した．カルマンフィルタでは，
初期ウェイト分布を w0 = (0.5, 0.5)⊤，S0 = 10−2I，
誤差共分散を Et = 10−2I，Vt = 10−6 とした．粒子
フィルタでは，粒子数を 10万，ディリクレ分布のパラ
メータを αscale = 102，誤差分散を Vt = 10−6 とした．

4.3 分析結果と考察

4つの手法を用いて推定したウェイト推移を図 4に
示す．線形回帰を用いたウェイト推定では，100期まで
の比較的緩やかなウェイト変動の期間では，水準を概
ね当てられている．これは，窓幅内のウェイトが均一
に近い局面では最良線形不偏推定量である線形回帰が
機能することを示唆している9．一方で，100期以降の
戦略のスイッチングによる激しいウェイト変動には応
答の遅行が目立つ．線形回帰は正則化していないバッ
チ学習であり，窓幅内の急激なウェイト変動を前提と
していないモデルであることが原因と考えられる．ベ
イズ線形回帰を用いたウェイト推定では，オンライン
学習していることから，通期にわたり遅効性が少ない．
一方でL2正則化に相当する最適化を行っていることか
ら，推定ウェイトがスムージングされてしまっており，
不連続なウェイト変動を推定できていない．カルマン
フィルタや粒子フィルタといった状態空間モデルを用
いたウェイト推定では，高い精度で遅行なくウェイト
推定ができている．ウェイトの変動構造を基礎方程式
として陽にモデルに入れたことが，推定精度を向上さ
せたと考えられる．なお線形回帰以外の手法では，真
のウェイトと異なる初期値を与えているが，短期間で
正しい水準に収束しており，手法の頑健性も窺える．
50期以降のウェイトとリバランスの推定精度を表 2

に，状態空間モデルを用いて推定した株式・債券のリ
バランス行動を図 5に示す．表 2において，コモナリ
ティ平均とは，真のウェイトと推定ウェイトの共通部分
の平均ウェイトを表し，値が大きいほど精度が高いこ
とを示す．誤リバランス比率平均とは，真のリバラン
スと推定したリバランスのウェイト差の絶対和の平均
を表し，値が小さいほど精度が高いことを示す．通期
のコモナリティ平均は，状態空間モデルを用いた手法
の精度が高く，いずれも 95%以上の精度であった．リ
バランス後 5期間に絞ったコモナリティ平均は，カル
マンフィルタが最良の結果で，95%以上の精度を保て
ている．図 5 によれば，カルマンフィルタは 50 期毎

9リバランス頻度が高くウェイトが一定に維持される場合は，線
形回帰が最も有効であるのは自明である．

のリバランスの発生を明確に特定できており，表 2の
誤リバランス比率平均が低いことからも，大きなリバ
ランスを迅速かつ正確に捉えられていることが窺える．
相対リスクである他のプレイヤーとのトラッキングエ
ラーはリバランスに伴い変動するため，この結果の意
義は大きい．一方で図 5によると，粒子フィルタを用
いた手法はスパースなリバランス推定にはなっていな
い．これはカルマンフィルタではMAP推定を行って
いるのに対し，粒子フィルタでは期待事後（EAP）推
定を行っており，安定的だが大きな変化を伴わない解
を出しやすいことが影響していると考えられる．
最後に，線形回帰，ベイズ線形回帰，カルマンフィ
ルタを用いた手法はいずれも線形制約付き凸二次計画
問題に帰着するため，大域的最適解が一意的に存在す
ること，計算量が少ないというメリットがある．一方
で，粒子フィルタを用いたアプローチは汎用性は高い
が，サンプリングベースであるため，資産数が増加し
た際に十分な粒子数がなければ実用的に利用可能な解
が得られないことに注意が必要である．

5 まとめ

本研究ではバランス型運用の相対的な運用リスク管
理の導入を企図しながら，線形回帰，ベイズ線形回帰，
カルマンフィルタ，粒子フィルタをベースとした 4つ
の手法を用いて，一般的なバランス型投資信託を想定
した人工データのウェイト推定を行った．結果として，
状態空間モデルを用いてウェイトの時価変動構造を明
示的に入れる提案手法により，高い精度のウェイト推
定，ひいてはリバランス推定ができることが明らかと
なった．特にカルマンフィルタを用いた推定ではリバ
ランスを非常に高い精度で推定できており，解析的な
アプローチであることから計算量の観点からも実用的
に価値が高いことが示唆された．
今後の課題として二点ほど触れておく．第一に粒子
フィルタを用いた手法の改良である．単体制約を自然に
反映させるために導入したディリクレ分布はパラメー
タ数が資産数しかなく，記述力が低いため十分な事前情
報を入れられない．例えば共分散行列に相当する情報
を組み入れられるようにモデルを拡張することで，よ
り精緻なリバランス推定ができる可能性がある．粒子
フィルタは分布形が限定されない汎用的な手法である
ことから，本研究で取り扱った以上のクラスの問題に
拡張する際にも利便性が高く，手法の改良が望まれる．
第二に実証分析への応用である．具体的には公募バラ
ンス型投資信託のウェイト・リバランス推定を行い，バ
ランス型投資信託全体の投資行動の特性（個々のリバ
ランス特性，ファンド間の類似性，金融危機時の応答
など）を考察することが挙げられる．
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図 4: 4つの手法を用いて推定したウェイト推移

表 2: 50期以降のウェイトとリバランスの推定精度

線形回帰 ベイズ線形回帰 カルマンフィルタ 粒子フィルタ

コモナリティ平均（%） 90.3 92.1 99.5 97.5

リバランス後 5期間のコモナリティ平均（%） 70.6 76.8 95.2 85.9

誤リバランス比率平均（%） - - 1.3 2.5
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図 5: 状態空間モデルを用いて推定した株式・債券のリバランス行動
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