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Abstract: 投資や融資の分野において，各企業が公開する ESG の情報が重要な判断材料となり始

めている．しかし，今日の日本の ESG 情報開示は基準やフォーマットが統一されていないため，

企業間の ESG 情報を統一された指標で比較することには時間と労力を要する．ここで，企業が

公開するオープンデータを，既存の ESG 情報を開示する枠組みに則って整理することができれ

ば，投融資における ESG リスクの判断をより迅速かつ正確に行うことができる．そこで，本研

究では，企業が公開している ESG に関連する文章を ESG 情報開示枠組みの 1 つである GRI ス

タンダード（Global Reporting Initiative standards）に則って分類するモデルを作成する．具体的に

は，まず，企業が公開する GRI スタンダード対照表と，これらに紐づけられた統合報告書や Web

ページを基にアノテーションを行うことで ESG 文章のデータセットを作成する．次に，日本語

に特化した独自の BERT を基にファインチューニングを行うことで，GRI スタンダードに準拠

した分類モデルを構築する．このとき，GRI スタンダードは項目が複数の粒度で枝分かれしてい

るため，分類する粒度を変えた 2 つのモデルを併用する手法を提案する． 

 

1.  はじめに 

環境（Environment）・社会（Social）・ガバナンス

（Governance）に配慮した企業への投資を行う「ESG

投資」は年々世界的に広がっており[1]，企業は事業

を推進していく中で ESG に対して取り組むことを

求められている．投資や融資の分野において，ESG

の情報開示に対応していないことは潜在的な経営リ

スクとみなされることから，ESG 情報は企業の持続

性を評価する上で重要な判断材料となり始めている． 

そのため，一部企業は ESG 情報を開示する枠組み

（以降，ESG 情報開示枠組みと呼称する．）に則り，

各社の ESG 情報を開示している．代表的な ESG 情

報開示枠組みには，TCFD 報告書のほか，GRI スタ

ンダード（Global Reporting Initiative Standards）や

SASB スタンダード （ Sustainability Accounting 

Standards Board Standards），国際統合報告フレームワ

ーク（The International <IR> Framework）などが存在

し，これらの開示・発行を行う企業数は年々増加し

ている[2]．また，自主的な開示のほか，法整備によ

って開示を求める動きもある．例えば，2022 年 4 月

以降，一部上場会社は TCFD（Task Force on Climate-

related Financial Disclosure, 気候関連財務情報開示タ

スクフォース）提言に基づいたリスク情報の開示を

実質的に義務付けられる．このように，企業に対し

て ESG に関する情報開示を求める動きが広がりを

見せており，ESG 情報開示枠組みを活用した企業の

ESG情報の発信は今後も活発に行われていくものと

考えられる． 

しかし，今日の ESG 情報開示枠組みはフォーマッ

トが統一されておらず，開示内容や基準も異なるた

め，企業間の ESG 情報を統一された指標で比較する

ことは難しい．これによって，例えば，金融機関に

おいては事業法人との対話に向けた事前準備に多大

な時間と労力を要するなどの現状があることから，

すべての企業の ESG 情報が，特定の 1 つの観点でま

とめられていることにはニーズがある．このような

課題に対し，企業が公開するオープンデータを既存

の ESG 情報開示枠組みに則って整理することがで

きれば，投融資における ESG リスクの判断をより迅
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速かつ正確に行うことができる． 

そこで，本研究では ESG 情報開示枠組みに焦点を

当て，企業が公開している ESG に関連する文章を，

ESG情報開示枠組みの 1つであるGRIスタンダード

の項目に紐づける AI モデルの作成を行う． 

具体的には，まず，企業が公開する GRI スタンダ

ード対照表と，これらに紐づけられた統合報告書や

Webページを基にアノテーションを行うことで ESG

文章のデータセットを作成する．次に，日本語に特

化した独自の BERT を基にファインチューニングを

行うことで，GRI スタンダードの項目に紐づける分

類モデルを構築する．このとき，GRI スタンダード

は項目が複数の粒度で枝分かれしているため，最も

大きな分類項目として「E（環境），S（社会），G（ガ

バナンス），その他」（以降，大項目と呼称する．）の

分類モデルを提案するとともに，「E」について最も

細かい項目（以降，小項目と呼称する．）で分類を行

うモデルを併用する手法を提案し，それぞれについ

てベースラインとなるモデルの性能との比較を行う． 

 

2. 関連研究 

本研究では，企業のオープンデータを既存の ESG

情報開示枠組みに則って整理することを目的とする

ため，1) 広範な表現を持つ企業情報を分析対象デー

タとすること，2) 分析対象データについて，GRI ス

タンダードのうち細分化された項目への分類を行う

こと，について取り組んだ． 

本研究と同様，ESG情報に対して BERTを適用し，

文章を抽出する研究としては[3]が挙げられる．[3]で

は，有価証券報告書の文章に対して GRI スタンダー

ドに準拠してラベリングを行い，BERT を用いた

ESG の分類を行っている．[3]と本研究は，文章分類

タスクである点や使用するモデルについて共通して

いるが，ESG の分類についてマルチラベルデータと

している点が異なる．他にも，分析対象を統合報告

書やWebページといった表現の幅がより広いものを

選択している点，GRI スタンダードの小項目につい

ての分類を実施している点についても異なっている．

本研究で有価証券報告書を用いなかった理由は，小

項目について有価証券報告書の参照回数が少ないこ

とや，有価証券報告書内の「E」に該当する文章は定

量的な記述が多く，自然言語処理に不向きであると

判断したためである． 

他にも，本研究で取り扱う ESG 情報の抽出に関連

する研究として[4]がある．[4]は統合報告書を対象と

しており，データセットをルールベースで生成し，

そのデータで学習させたモデルを用いて，ページ単

位で ESG に関連した文章を抽出している．[4] は最

終的な分類目的を小項目に設定し，そのためのパイ

プラインを想定している点が本研究と異なる．また，

Web ページを追加で使用していることによって単語

の分布が異なっている点や，実験において使用して

いるモデルなどについても異なっている． 

その他の ESG 情報の活用として，ESG スコアに着

目した研究[5]もある．[5]は，ESG 格付け企業が公開

しているスコアを基に，企業の信用格付けについて

予測を行った． 

 

3.  提案手法 

3.1 データセット 

本研究で使用する 24 社分のオープンデータの一

覧を表 1 に示す．本研究では，GRI スタンダード対

照表に基づき，それに基づく統合報告書，WEBペー

ジ，CSR報告書の各ページを主な ESG 情報として紐

づけを行い，データセットの作成を行った．このと

き，GRI スタンダード対照表のデータ形式が HTML

であれば自動で，PDF であれば手動で GRI 項目に該

当するページの紐づけを行い，PDF の情報は「Google 

Cloud Vision API」を用いて文章データを抽出した．

「Google Cloud Vision API」では認識された文章ブロ

ック単位で情報が出力されるため，ページ単位で結

合し各ページの文章データとした． 

 

3.2 大項目分類タスク 

本研究では，企業が公開する ESG 文章に対し，最

終的にGRIスタンダード内の細分化された小項目へ

の分類を行う．しかし，GRI スタンダード（2016 年

版）の小項目は 148 個存在するため，各社のデータ

についてラベリングが必要であることを考慮すると，

ESG情報を 148クラスの小項目で分類した場合に十

分な学習効果が期待できない．そのため，ESG 情報

を「E，S，G，その他」の大項目で分類した後，小項

表 1. 本研究で使用する企業のオープンデータ一覧 

 データ形式 会社数 ページ数 

GRI スタンダード 

対照表 
PDF / HTML 24 24 

WEBページ HTML 17 791 

統合報告書 PDF 13 1232 

CSR報告書 PDF 2 160 
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目へ分類するパイプラインを想定し，独立した分類

タスクとした． 

本章では，大項目分類に用いるデータセットとモ

デルについて述べる． 

3.2.1 大項目分類用データセット 

3.1 で作成したデータを基に，大項目分類用のデー

タセットの作成を行った．このとき，文章データは

1) 「Google Cloud Vision API」を用いて抽出した文章

データ，2) クローリング後の HTML から抽出した

文章データ，のいずれかであり，各企業が公開して

いる PDF の視覚的情報や HTML 構造が多様である

ことを考えると，これらはそのまま学習データとし

て用いることができない可能性がある．そのため，

以下のような処理を用いて文章データの整形を行っ

た． 

・ヘッダー/フッターの除去 

・句読点を含まない文章の削除 

・数値の割合が 50%を超える文章の削除 

・10 文字以下の文章の削除 

上記の処理後，句点区切りの文章に分割し，大項

目ラベル付けを行った．このとき，本研究における

GRI スタンダードの大項目のラベル定義を表 2 に示

す．各ページ文章は複数の GRI 項目に紐づけられる

可能性があるため，表 2 に従い，分割前のページ文

章で紐づけられていたGRI項目に該当する大項目を

マルチラベルでセットした． 

3.2.2 大項目分類モデル 

3.2.1 で作成した文章データセットについて，機械

学習モデルを用いて大項目の分類を行う． 

本研究における ESG 情報の分類は，文字数やデー

タ数を考慮し，句点区切りの文章で行っている．し

かし，句点区切りの文章とした場合，本来ページと

紐づけられているGRI項目について意図した情報が

必ずしも含まれているとはいえないため，人の目で

見た際に正しいラベルとなっていない可能性がある．

そのため，使用する分類モデルはラベル誤りに対す

るロバスト性が求められる． 

ここで，自然言語処理において高い性能を持つモ

デルとして，Devlin らにより提案された BERT

（ Bidirectional Encoder Representations from 

Transformers）[6]がある．BERT は大規模な自然言語

データセットを事前学習させることによって，分類

や Question Answering といった様々な自然言語処理

タスクに応用可能かつ，いずれのタスクでも高い精

度を誇るモデルである． 

BERT は事前学習によって，ラベル誤りへの一定

のロバスト性を獲得する[7]ため，BERT に基づくモ

デルで実験を行うこととした．本研究では，軽量化

され，BERT と同等以上の性能を持つ ALBERT[8]を

用いる． 

ここで，大項目分類タスクは以下の 2 つのモデル

を用いて比較を行う． 

1. 日本語事前学習済み ALBERT 

2. 1.＋ESG 情報再事前学習済み ALBERT 

1.では日本語Wikipediaで事前学習させたALBERT

をベースとし，最終層に全結合層を加え，大項目分

類用データセットを用いて fine-tuning を行った． 

また 2.では，日本語 Wikipedia で事前学習させた

後に「3.1 で取得した ESG 情報」を用いて再度事前

学習させた ALBERT をベースとし，最終層に全結合

層を加え，大項目分類用データセットを用いて fine-

tuning を行った． 

 

3.3 小項目分類タスク 

ESG文章データの大項目分類が行われたことを想

定し，小項目への分類を行う． 

本研究では実験的に，大項目のうち「E」のみを使

用して，「E」の小項目に特化した分類モデルの構築

を行った．本章では，小項目分類に用いるデータセ

ットとモデルについて述べる． 

3.3.1 小項目分類用データセット 

3.2.1 で作成したデータのうち，「E」の文章データ

について小項目分類用のデータセットの作成を行っ

た． 

このとき，小項目が求める報告内容には定量的な

ものが存在する．本研究で扱うデータの特性上，定

量的な情報は図やグラフで表されることが多いが，

これらの情報は文章データとして取得できないため，

正しいラベルのデータでも区別が難しい．そのため，

「E」の小項目について，ラベルの除去と統合の 2 つ

の前処理を実験的に行うこととした．小項目の元ラ

ベル及び除去対象，前処理後の小項目のラベル定義

を表 3 に示す．項目で定められた報告内容が定量的

かつ，本データセットにおいて項目の記載数が少な

表 2. 本研究における大項目のラベル定義 

ラベル 
GRI スタンダード中の 

対応する項目番号 

E 300 番台 

S 400 番台 

G 102-18 ~ 102-39 

その他 上記に該当しない項目 
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いと判断した項目を除去対象とし，学習対象のラベ

ルから除くこととした．さらに，小項目を抽象化し

た GRI 項目において，定量的な小項目が大半を占め

る場合，その項目が包有する複数の小項目ラベルを

統合し新たなラベルとした． 

 

3.3.2 小項目分類モデル 

3.3.1 で作成した文章データセットについて，機械

学習モデルを用いて小項目の分類を行う．ベースと

する小項目モデルは，3.2 と同様の理由からベースの

モデルは ALBERT とした． 

ここで，本研究が，1) 広範な表現を持つ企業情報

を分析対象データとすること，2) 分析対象データに

ついて，GRI スタンダードのうち細分化された項目

への分類を行うこと，を考慮すると，3.2.2 と同様の

ALBERT に全結合層を加えた分類モデルを用いるこ

とは望ましくない．なぜなら，GRI スタンダードを

始めとした ESG 情報開示枠組みはいずれも改訂を

続けており，これにより小項目は高頻度で増減する

可能性があるためである．3.2.2 で用いたモデルは分

類する小項目数を固定して学習させる必要があるた

め，改訂ごとに整理されたデータを大量に収集する

必要があり，再学習も含めモデルの維持に多大な労

力を要する． 

そのため，小項目分類における学習モデルは

Sentence-BERT[9]も用いることとした．Sentence-

BERT は BERT をベースに構築されており，複数の

文章を入力として文章の類似度をベクトルから計算

する学習モデルである．本研究で用いた，ALBERT を

ベースとした Sentence-BERT の構造を図 1 に示す． 

図 1 より，Sentence-BERT は入力として Sentence-

A，Sentence-B を用いて，各入力文章を ALBERT で

エンコードしたベクトルについてコサイン類似度を

とり，教師ラベルの正否を基に学習を行う．このと

き，Sentence-A は「3.3.1 のデータセットの文章」，

Sentence-B は「GRI 項目の報告内容とその詳細を結

合した文章」とし，Sentence-A と Sentence-B が対応

している場合は教師ラベルを 1，それ以外の教師ラ

ベルを 0 として与えた．テスト時は，Sentence-BERT

を用いて，「3.3.1 のデータセットの文章」のうちテス

トデータとした各文章を特徴量𝑢に，すべての GRI

項目の報告内容をそれぞれ特徴量𝑣にエンコードし

た．このとき，すべての𝑣に対して𝑢とのコサイン類

似度を計算し，その類似度が閾値を超えた場合には，

𝑢の元文章（Sentence-A）が𝑣の元となる GRI 項目の

報告内容について記述しているものとみなす．その

表 3. 本研究における小項目のラベル定義 

小項目ラベル 除去の有無 前処理後ラベル 

301-1 - 

301-x 301-2 - 

301-3 - 

302-1 - 

302-x 

302-2 - 

302-3 - 

302-4 - 

302-5 - 

303-1 - 303-1 

303-2 - 303-2 

303-3 - 303-3 

303-4 - 303-4 

303-5 - 303-5 

304-1 - 

304-x 
304-2 - 

304-3 - 

304-4 - 

305-1 - 

305-x 

305-2 - 

305-3 - 

305-4 - 

305-5 - 

305-6 〇 

305-7 - 

306-1 - 306-1 

306-2 - 306-2 

306-3 - 306-3 

306-4 - 306-4 

306-5 〇 - 

307-1 - 307-1 

308-1 - 
308-x 

308-2 - 

 

 

図 1. ALBERT をベースとした Sentence-BERT 

のアーキテクチャ 
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ため，Sentence-BERT においても分類結果はマルチ

ラベルとなる． 

上記の学習方式をとることにより，小項目につい

て内容の変更や増減があった場合にも，ベクトル化

した ESG 情報と GRI 項目の報告内容について，類

似度を計算するだけで分類可否の判断が可能になる． 

ここで，小項目分類タスクは以下の 4 つのモデル

を用いて比較を行う． 

1.  日本語事前学習済み ALBERT 

2.  1.＋ESG 情報再事前学習済み ALBERT 

3.  日本語事前学習済み Sentence-BERT 

4.  3.＋ESG 情報再事前学習済み Sentence-BERT 

 1., 2.は 3.2.2 と同様のアーキテクチャ・学習方法に

小項目分類用データセットを適用したものである． 

また，3.では ALBERT を日本語の Wikipedia で事

前学習させ，Sentence-BERT に組み込んだ後，小項目

分類用データセットを用いて fine-tuning を行った．

4.では，日本語 Wikipedia で事前学習させた後に「3.1

で取得した ESG 情報」で再度事前学習させた

ALBERT を Sentence-BERT に組み込み，小項目分類

用データセットを用いて fine-tuning を行った． 

 

4.  実験と結果 

4.1 実験条件 

3.の各手法の実験にあたって，3.1 のデータセット

を基に，3.2.1 の大項目分類用データセット，3.3.1 の

小項目分類用データセットを作成した．このとき，

各モデル・タスクに用いた学習データ，検証データ，

テストデータの数を表 4 に示す．小項目分類につい

て，ALBERT と Sentence-BERT は同じデータを用い

ているが，Sentence-BERT は 2 つの文章データ（ESG

関連文章と GRI 項目の報告内容）について正負の組

み合わせを行ったものを入力データとするため，

GRI の各項目との組み合わせを網羅したことにより

データ数がALBERTのデータセットと比べ増加して

いる． 

実験に用いる性能指標は多クラス正解率（以降，

Multi-class Accuracy と呼称する．）とした．これは，

それぞれの小項目/大項目ラベルが正しく正解と予

測される平均的な確率を表す．加えて，各 GRI 項目

単位での Accuracy の算出を行ったほか，実用的な指

標として完全正解率（以降，All-match Accuracy と呼

称する．）を使用した．本研究で用いた文章データは

ラベルにノイズを含んでいることが想定されるため，

平均的な正解率が高いことだけでなく，全てのラベ

ルが正解しているデータの割合が高いことも性能評

価の観点の 1 つとした． 

また，モデル学習時のパラメータ，バッチサイズ

は全てのモデルで 2 とし，エポック数は大項目分類

タスクでは 4，小項目分類タスクでは 10 とした．テ

スト時に Sentence-BERT で識別したとみなすコサイ

ン類似度の閾値は 0.65 として実験を行った． 

 

4.2 結果 

4.2.1 大項目分類タスク 

大項目分類タスクの実験結果を表 5 に示す．表 5

より，日本語事前学習済みモデルに比べ，ESG をさ

らに学習させたモデルの性能のほうがわずかに高い

結果となった．各項目について比較すると，「E，S，

G」のいずれも性能は向上しており，「その他」につ

いてのみ性能が低下する結果となった．このことか

ら，事前学習によって専門的な単語表現の学習が行

表 4. 学習データ数 

モデル タスク 

訓練データ

数 

検証データ

数 

テストデータ

数 

ALBERT 

大項目分類 19486 1083 1083 

小項目分類 4387 241 255 

Sentence-

BERT 

小項目分類 108447 1095 498 

 

表 5. 大項目分類モデルの実験結果 

モデル 

E 

Accuracy 

(%) 

S 

Accuracy 

(%) 

G 

Accuracy 

(%) 

Others 

Accuracy 

(%) 

Multi-class 

Accuracy 

(%) 

All-match 

Accuracy 

(%) 

ALBERT 

<ja> 
87.81 81.16 84.40 75.07 82.11 49.58 

ALBERT 

<ja+esg> 
88.64 82.46 85.87 74.05 82.76 50.88 

<ja> … 日本語事前学習済みモデル,  <ja+esg> … 日本語事前学習後, ESG 情報再事前学習済みモデル 
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われたことにより，「その他」と比較して文章表現が

限定的な「E，S，G」の分類性能が上がったものと考

えられる．しかし，これらの結果は優位水準 5%を満

たしておらず，有意差を確認することができなかっ

た． 

 

4.2.2 小項目分類タスク 

小項目分類タスクの実験結果を表 6 に示す．表 6

より，ALBERT について<ja>と<ja+esg>を比較する

と，4.2.1 と同様に，日本語事前学習済みモデルに比

べ，ESG 情報を追加学習させたモデルが性能的に上

回る結果となった．また，これらの結果については

優位水準 5%を満たしており，有意差を確認すること

ができた．Sentence-BERT についても同様に，ESG 情

報を追加学習させたモデルの性能が高く，かつ有意

差が確認された．そのため，小項目分類タスクにお

いては一般的な日本語の事前学習だけでなく，ESG

の専門的な用語を含んだ事前学習がより効果的であ

ることが確認できた．この理由としては，小項目分

類タスクが，大項目分類タスクと比べてより専門的

な単語や文章表現の識別を必要とされるためと考え

られる． 

ここで，ALBERT と Sentence-BERT について比較

すると，表 6 より，<ja>，<ja+esg>を問わず，Sentence-

BERT の All-match Accuracy ，Multi-class Accuracy の

ほうが高い結果となった．このことから，実用的な

メリットだけでなく性能面においても Sentence-

BERT が適しているといえる．また，大項目分類，小

項目分類ともに各GRI項目の分類性能にばらつきが

みられたことから，エンコードされた文章の特徴分

布の大きさがGRI項目ごとに大きく異なる可能性が

ある．そのため，クラス間の特徴量の距離を一定に

抑えることができる Quadruplet Loss[10]などの学習

方法を導入することで，更なる性能の向上が期待で

きる． 

 

5.  おわりに 

本研究では，企業が公開している ESG に関連する

文章からデータセットを作成し，GRI スタンダード

の大項目及び「E」の小項目への分類を行った． 

実験の結果より，ESG の専門的な用語を含んだ追

加の事前学習は有効であり，より専門的な単語表現

を識別において必要とする小項目分類タスクにおい

て，その効果が顕著であることを示した．また，

Sentence-BERT を用いた分類アーキテクチャが

ALBERT より高い性能を持ち，かつ実用面での利点

が高いことを示した． 

今後の課題としては，ページ単位での評価が挙げ

られる．本研究では文章単位での評価を行ったが，

GRI 項目は複数の文章を含む「ページ」と紐づけさ

れた情報であるため，各文章の推論結果から複合的

にページでの評価を行うことが求められる． 

また，同時にデータの質の確保も重要な課題であ

る．本研究で作成したデータセットは 1)文章単位の

ラベル付けによって生じるラベルのノイズ，2) デー

タ特性による文章中のノイズ，を含んでいるため，

性能向上にはデータ数及びバリエーションの拡充に

加え，より質の良い教師データの確保が必要となる．

特に，図表によって定量的に表される場合があるよ

うな一部の小項目については，データの質が低い可

能性が高く改善の余地が大きい． 

表 6. 小項目分類モデルの実験結果 

モデル 

301-x 

Acc. 

(%) 

302-x 

Acc. 

(%) 

303-1 

Acc. 

(%) 

303-2 

Acc. 

(%) 

303-3 

Acc. 

(%) 

303-4 

Acc. 

(%) 

303-5 

Acc. 

(%) 

304-x 

Acc. 

(%) 

305-x 

Acc. 

(%) 

306-1 

Acc. 

(%) 

306-2 

Acc. 

(%) 

306-3 

Acc. 

(%) 

306-4 

Acc. 

(%) 

307-1 

Acc. 

(%) 

308-x 

Acc. 

(%) 

Multi-class 

Acc. 

(%) 

All-match 

Acc. 

(%) 

ALBERT 

<ja> 
71.09 75.00 86.72 89.06 80.08 84.77 86.33 93.75 73.83 88.67 76.17 88.28 89.06 82.81 82.42 83.20 27.34 

ALBERT 

<ja+esg> 
72.66 78.52 88.28 92.58 83.98 85.55 85.94 92.97 75.78 89.84 79.69 89.84 88.28 86.33 83.59 84.92 31.25 

Sentence-

BERT 

<ja> 

76.10 78.31 86.75 90.36 80.52 84.74 83.73 91.97 75.90 85.74 80.32 88.76 86.95 84.54 85.14 83.99 36.14 

Sentence-

BERT 

<ja+esg> 

78.51 79.72 87.35 91.37 83.94 87.15 86.14 91.77 78.92 86.35 83.13 91.77 89.36 87.15 86.75 85.96 38.96 

Acc. … Accuracy,  <ja> … 日本語事前学習済みモデル,  <ja+esg> … 日本語事前学習後, ESG 情報再事前学習済みモデル 
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また，これらの課題の改善に加え，今後は，

Sentence-BERT の予測結果が類似度となる特性を利

用し，ESG 情報開示枠組みと企業の ESG 文章を用い

た ESG 評価のスコアリングについても行いたい． 
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