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Abstract: In recent years, many researchers have taken keen interest in analyzing various kinds

of relational data, such as social networks and financial networks. These data can be expressed

as a graph or network where each vertex or node is an entity and each edge or link is a relation

between a pair of entities. Moreover, each link is often associated with continuous and/or discrete

relational attributes, such as in financial networks, the interest rate for a transaction and whether

the transaction is international or intranational. In this paper we focus on max-margin latent

feature relational models (called Med-LFRM) that are based on Indian buffet process (IBP) and

maximum entropy discrimination (MED). For the estimation of model parameters, the Bayesian

estimation is deemed equivalent to minimizing an objective function, which involves misclassifica-

tion errors. We focus on link prediction problem for the networks with continuous and discrete

relational attributes. We also focused on the time dependent analysis for the networks, and there-

fore, we estimated the model parameters considering the observations in the previous time interval.

We demonstrate, through experiments with inter-bank financial networks, the effectiveness of the

above model in terms of the link prediction performance.

1 はじめに

　近年，社会的ネットワークや金融ネットワークなど
の関係データの可用性が増加しており，それらのデー
タを統計解析に用いることで有用な知見を得ることが
課題となっている．このようなデータは，エンティティ
をノードで，それらの間に存在する関係をリンクで表
すようなグラフ構造として表現することができる．既
観測のリンクから未観測のリンクを予測するリンク予
測は，このようなデータの分析における基本的な問題
の一つである [1]．この問題を考えるとき，各エンティ
ティまたはリンクの持つ属性などの情報を利用し予測
を行うこともある [2][3]．
確率モデルに基づいた様々な手法を用いたリンク予

測に関する研究は発展を続けている．本稿において着
目するのは，リンク構造の確率分布を定義するために
各ノードが潜在特徴を持つと仮定し，それと共にシグ
モイド関数などのリンク尤度関数を利用するようなモ
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デルである [3][4]．
しかし，潜在特徴の未知の次元数を決定するために，

ほとんどの手法においては交差検定などによってモデ
ルを選択する必要がある．この時，多くの異なる訓練
データによる結果を比較する必要があり，それにより大
きなコストがかかってしまう．そこで，Millerらはイン
ド料理過程（Indian Buffet Process: IBP）[5]に基づい
たノンパラメトリックベイズ法を用いて，データから自
動的に未知の潜在特徴の次元数を推定することを提案
した [3]．これが潜在特徴関係モデル（Latent Feature

Relational Model: LFRM）である．そして LFRMを
発展させ，最大エントロピー識別（Maximum Entropy

Discrimination: MED）[6][7]の枠組みに基づき，リン
ク予測の精度を測るヒンジ損失などの目的関数を直接
最小化することによりリンク予測を行うモデルが Zhu

によって提案された [8]．これがマージン最大化潜在特
徴関係モデル（Max-Margin Latent Feature Relational

Model: MedLFRM）である．このモデルは，それぞれ
独立に研究されてきたノンパラメトリックベイズ法と
マージン最大化法を統合したモデルである．このモデ
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ルにおいては，ベイズ推定の計算が目的関数を最小化
することと等価になり，それによって教師ラベルを用
いることが可能となる．また，ソフトマージンにより
誤分類を許容し，より柔軟なモデルを実現することが
できる．ソフトマージンの最大化に関する部分問題は，
既存の高性能な求解法によって解くことができる．
MedLFRMが，LFRMよりもリンク予測の精度が優

れていることが知られている [8]．しかしながら，それ
は連続値のみで表現された関係属性について結果が示
されたものであり，連続値と離散値の関係属性が混在
する場合については検討されていない．また，ネット
ワークの時系列解析についても検討されていない．本
稿ではこの二点に着目して評価を行う．後者に関して
は，前時区間のデータから学習したパラメータを当時
区間のパラメータの初期状態に設定して学習すること
によって時間依存性を考慮し，リンク予測の精度の向
上を図る．
本稿の実験は，LFRMや MedLFRMでは連続値表

現が仮定されていた関係属性を連続値と離散値が混合
したものであると仮定する．これは実際の金融ネット
ワークに対して柔軟に対応するためである．これを踏
まえて，2009年から 2012年の欧州の銀行間での取引
をまとめたデータセットを用いてリンク予測問題に対
して実験を行った．
本稿の構成は以下のようになる．第 2章では，LFRM，

MED，MedLFRM，などの既存の手法を紹介する．第
3章では，MedLFRMによる連続値・離散関係属性付
きネットワークの時系列解析について述べ，その条件
下におけるパラメータの推定方法について述べる．連
続値・離散関係属性を考慮したリンク予測の実験結果
を第 4章で示し，第 5章で結論および今後の課題につ
いて述べる．

2 関連研究

2.1 無限潜在特徴関係モデル

潜在特徴関係モデル（LFRM）はMillerらによって
提案されたモデルである [3]．このモデルは，各ノード
が二値の値をとる潜在特徴ベクトルを持つと仮定し，そ
れらの未知の次元を自動的に推定すると共に，ネット
ワーク間のリンクが生成される尤度を推定するモデル
である．尤度は各ノードの持つ潜在特徴とノード間の
リンクに付与される関係属性，そしてそれらの重みを
用いて算出される．
ネットワーク内のノード数を N とし，N × N の二

値隣接行列を Y とする．この時，ノード iとノード j

の間にリンクが存在する場合は Yij = +1とし，リンク
が存在しない場合は Yij = −1とする．Y は完全には

観測されておらず，既観測のリンクから未観測のリン
クの有無を予測できるモデルを学習することが目的と
なっている．また，ノード iとノード j の間のリンク
に作用する関係属性 Xij ∈ RD が観測されている場合
もある．
各ノードの持つ潜在特徴の数をKとすると，各ノー

ドは二値潜在特徴ベクトル µi ∈ RK の集合とみなすこ
とができる．ここでZをN×Kの二値潜在特徴行列と
すると，Z = [µ⊤

1 ; · · · ;µ⊤
N]となる．Ziはノード iの二

値潜在特徴ベクトルを表し，ノード iが潜在特徴 kを
持つとき，Zik = 1となり，そうでない場合は Zik = 0

となる．また，W を K × K の実数値重み行列とし，
Wkk′ は，ノード iが潜在特徴 kを持ち，ノード jが潜
在特徴 k′を持つとき，その二つのノード間のリンクの
生成に影響を与える重みであるとする．以上より，リ
ンク尤度は以下のように定義される．

p(Yij = 1|Xij , Zi, Zj) = Φ(µ+η⊤Xij+Z
⊤
i WZj) (1)

ここで，Φはシグモイド関数である．そして，µは尤
度に影響を与える大域的バイアス値であり，η は関係
属性の実数値重みベクトルである．最適な事前分布を
得るために，インド料理過程（IBP）[5]を Z の事前分
布として用いる．これによって，Z を推定すると同時
に，潜在特徴数Kも推定することができる．W は，各
成分において独立して事前分布N (0, σ2

w)を仮定する．
IBPを確率が 1となる無限二値行列の事前分布と仮

定する．これにより生成される行列は，潜在特徴をいく
つ持っていたとしても各成分は必ず正の値をとる．行
列の成分のサンプリングは以下のように行われる．１
番目のノードに対応する行のうち，Poisson(β)の数だ
けの成分を 1とする．ここで，β はハイパーパラメー
タである．次に，i番目のノードに対応する行に属する
成分のうち，既に他の行で 1となっている成分は，そ
の 1となっている成分の数に比例した確立で１となる．
また，Poisson(β/i)の数だけの成分を新しく 1にする．
これを有限個のノードの数だけ繰り返すことで潜在特
徴行列の事前分布を得る．この過程は交換可能である
ため，選択される行の順番には影響されない．

2.2 最大エントロピー識別

最大エントロピー識別（MED）[6][7]は，事前分布を
用いて目的関数である正則化項付き相対エントロピー
最小化問題を解くことにより事後分布を学習する手法
である．
応答変数Y が {+1,−1}を取るような二値分類問題を

考える．Xを入力特徴ベクトルとし，F (X; η) = η⊤Xn

を ηによってパラメータ化された識別関数とする．ま
た，ℓを正の損失パラメータとし，ヒンジ損失関数を
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hℓ(x) = max(0, ℓ − x) と定義する．η の事前分布を
p0(η)，事後分布を p(η)とすると，単一の η を推定す
る通常の SVMとは異なり，MEDは p0(η)を用いて以
下の正則化項付き相対エントロピー最小化問題を解く
ことにより，p(η)を学習するものである．

min
p(η)

KL(p(η)||p0(η)) + CR(p(η)) (2)

ここで，C は正の定数である．KL(p(η)||p0(η))は KL

ダイバージェンス，すなわち相対エントロピーであり，
R(p(η)) =

∑
n hℓ(YnEp(η)[F (Xn; η)])はヒンジ損失で

ある．
応答変数 Y の予測値は以下のようになる．

Ŷ = signEp(η)[F (X; η)] (3)

2.3 マージン最大化潜在特徴関係モデル

マージン最大化潜在特徴関係モデル（MedLFRM）は
Zhuによって提案されたモデルである [8]．このモデル
は，MEDにおける識別関数 F を LFRMにおけるリン
ク尤度として定義することにより，より効果的にリン
ク尤度を推定できるモデルである．
LFRMと同様に，二値潜在特徴行列 Zと，実数値重

み行列W，関係属性Xij が与えられると，識別関数は
以下のようになる．

f(Zi, Zj ;Xij ,W, η) = ZiWZ⊤
j + η⊤Xij

= Tr(WZ⊤
j Zi) + η⊤Xij (4)

η は関係属性に対する実数値重みベクトルである．こ
こで，Θ = {W,η}をすべてのパラメータとし，Θと事
前分布 p0(Θ)は確率変数とする．予測を行うためには，
潜在変数の不確実性を取り除く必要があるため，より
効果的な識別関数を p(Z,Θ)に関する期待値として以
下のように定義する．

f(Xij) = Ep(Z,Θ)[f(Zi, Zj ;Xij ,Θ)] (5)

したがって，応答変数 Yの予測値は Ŷij = signf(Xij)

となる．I を観測されたリンクの組の集合とし，ヒン
ジ損失関数を 2.2節と同様に定義すると，ヒンジ損失
は以下のようになる．

Rℓ(p(Z,Θ)) =
∑

(i,j)∈I

hℓ(Yijf(Xij)) (6)

ここで，p0(Z)を潜在特徴行列の事前分布とすると，以
上より MedLFRM を以下の問題を解くことと定義で
きる．

min
p(Z,Θ)∈P

KL(p(Z,Θ)||p0(Z,Θ)) + CRℓ(p(Z,Θ)) (7)

一般的に，補助変数を導入することによりマージンの
依存性を条件付き独立に変換し，推定を簡単化できる
ということが知られており，これを変分近似と呼ぶ．こ
れを行うために，Tehらによって提案された IBPの棒
折り過程（Stick Breaking Prior: SBP）[9]を用いる．
πk ∈ (0, 1)を行列Zの列 kと対応するパラメータとし，
このパラメータ πは棒折り過程によって生成される．こ
こで，π1 = ν1, πk = νkπk−1 =

∏k
i=1 νi であり，νi は

αをハイパーパラメータとするベータ分布 Beta(α, 1)

からサンプリングされるとする．ある πkについて，列
k内の各 Znkは，独立にベルヌーイ分布 Bernoulli(πk)

からサンプリングされるものとする．この過程を経て，
連続確率 πkは減少し，データセット上の特徴 kを観測
する確率は指数関数的に減少する．
MedLFRMにおけるリンクの生成過程を以下に示す．

1. 潜在特徴行列の 1行目である Z1 に対して，
(a) ポアソン分布Poisson(β)から成分数M を選
択
(b) ベータ分布Beta(α, 1)から，各成分 i ∈ {1, . . . ,M}
に対してパラメータ νi を選択
(c) 棒折り過程SBP(ν)から，各成分k ∈ {1, . . . ,M}
に対してパラメータ πk を生成
(d) ベルヌーイ分布 Bernoulli(πk)から，各成分
Z1k ∈ {Z11, . . . , Z1M}を選択

2. 潜在特徴行列の n行目である Zn に対して,

(a) これまで選択されていない成分に対してはポ
アソン分布 Poisson(β/n)から，既に選択された
ことのある成分に対してはその時用いられた確率
から成分数M を選択
(b) ベータ分布Beta(α, 1)から，各成分 i ∈ {1, . . . ,M}
に対してパラメータ νi を選択
(c) 棒折り過程SBP(ν)から，各成分k ∈ {1, . . . ,M}
に対してパラメータ πk を生成
(d) ベルヌーイ分布 Bernoulli(πk)から，各成分
Z1k ∈ {Z11, . . . , Z1M}を選択

3. 正規分布 N (0, σ2
w)から，重み行列W の各成分

を選択

4. 正規分布N (0, σ′2
w )から，重みベクトル ηの各成

分を選択

5. リンク評価関数 Φ(ZiWZ⊤
j + η⊤Xij)を用いて，

各ノード対 (i, j) ∈ I に対して応答変数 Yij を
生成

補助変数を導入することによって拡張された問題を以
下に示す．

min
p(ν,Z,Θ)

KL(p(ν, Z,Θ)||p0(ν, Z,Θ)) + CRℓ(p(Z,Θ))

(8)

ここで，p0(ν, Z,Θ) = p0(ν)p(Z|ν)p0(Θ)
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3 提案手法

前章ではネットワークデータに対してのMedLFRM

によるリンク予測問題について述べた．この章では，連
続値で表現された関係属性に加え，離散関係属性がリ
ンクに付与されている場合を想定したリンク予測問題
について述べる．またそのようなモデルを用いたネッ
トワークの時系列解析についても述べる．

3.1 MedLFRMによる連続値・離散関係属
性付きネットワークの解析

前章で述べていたモデル [8]では関係属性は連続値の
みで表現されていたが，実データセットではしばしば
関係属性の中に離散表現されているものが存在するこ
ともある．したがって，そのようなデータセットに対
するリンク予測問題を扱うとき，関係属性を連続値表
現とも離散表現ともする必要がある．したがって，Xij

はこれまでXij ∈ RDと定義されていたが，Xc
ijを離散

表現された関係属性，Xr
ij を連続値表現された関係属

性とすると，Xc
ij ∈ ID, Xr

ij ∈ RD′
といったように再定

義し議論を行う．この時，識別関数内の関係属性の重
みベクトル ηは連続値関係属性と離散関係属性それぞ
れに定義する．よって，識別関数は以下のようになる．

f(Zi, Zj ;X
c
ij , X

r
ij ,W, η

c, ηr)

= ZiWZ⊤
j + ηc⊤Xc

ij + ηr⊤Xr
ij

= Tr(WZ⊤
j Zi) + ηc⊤Xc

ij + ηr⊤Xr
ij (9)

ここで，Θ = {W,ηc, ηr}をすべてのパラメータとし，
Θと事前分布 p0(Θ)は確率変数とする．2.3節と同様
に，ここからより効果的な識別関数を p(Z,Θ)に関す
る期待値として以下のように定義する．

f(Xc
ij , X

r
ij) = Ep(Z,Θ)[f(Zi, Zj ;X

c
ij , X

r
ij ,Θ)] (10)

したがって，応答変数Yの予測値は Ŷij = signf(Xc
ij , X

r
ij)

となる．I を観測されたリンクの組の集合とし，ヒン
ジ損失関数を 2.2節と同様に定義すると，ヒンジ損失
は以下のようになる．

Rℓ(p(Z,Θ)) =
∑

(i,j)∈I

hℓ(Yijf(X
c
ij , X

r
ij)) (11)

3.2 MedLFRMによるパラメータの推定

次にMedLFRMによるパラメータの推定方法につい
て述べる．MedLFRMを提案したZhuの手法 [8]に従っ
た推定方法を以下に述べる．

切断平均場近似（truncated mean field approxima-

tion）[10]によって，p(ν, Z,Θ)を次のように表す．

p(ν, Z,Θ) = p(Θ)
K∏
k=1

p(νk|γk)(
N∏
i=1

p(Zik|ψik)) (12)

ここで，p(νk|γk)はベータ分布Beta(γk1, γk2)からサン
プリングされたもの，p(Zik|ψik)は Bernoulli(ψik)か
らサンプリングされたものである．K は切断レベルで
ある．これらを踏まえて，MedLFRMの問題は以下の
手順を反復することで解くことができる．

1. p(Θ)の推定
p(ν, Z)が与えられたとき，部分問題を以下の制
約の形で書くことができる.

min
p(Θ),ξ

KL(p(Θ)||p0(Θ)) + C
∑

(i,j)∈I
ξij

∀(i, j) ∈ I, s.t. : Yij(Tr(E[W ]Z̄ij) + E[ηc]⊤Xc
ij + E[ηr]⊤Xr

ij)

≥ ℓ− ξij (13)

ここで，Z̄ij = Ep[Z⊤
j Zi]は潜在特徴ベクトルの

内積の期待値であり，ξ = {ξij}はソフトマージ
ンを実現するためのスラック変数である. ラグラ
ンジュの双対理論を用いることで，p(Θ)の最適
解を得ることができる. p(Θ)は以下のように表
すことができる．

p(Θ) ∝ p0(Θ)exp

{ ∑
(i,j)∈I

ωijYij(Tr(W Z̄ij))

+ηc⊤Xc
ij + ηr⊤Xr

ij

}

ω = {ωij}はラグランジュ乗数である.

ここで，ηを ηcと ηr を連接して得たベクトルで
あるとする．一般に使用される標準正規事前分布
p0(Θ)により，p(Θ)の最適解を得ると以下のよ
うに表すことができる．

p(Θ) = p(W )p(η) =

∏
kk’

N (Λkk’, 1)

(∏
d

N (κd, 1)

)

ここで，N (Λkk’, 1),N (κd, 1)のそれぞれの期待
値は，Λkk’=

∑
(i,j)∈I ωijYijE[ZikZjk’],

κd =
∑

(i,j)∈I ωijYij(X
c
ijd +Xr

ijd)とする. 双対
問題は以下のようになる.

max
ω

∑
(i,j)

ℓωij −
1

2
(||Λ||22 + ||κ||22)

s.t. : 0 ≤ ωij ≤ C,∀(i, j) ∈ I

この時，部分問題は等価的に以下のように書き換
えることができ，これを解くことでパラメータΛ
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と κを直接求めることができる.

min
Λ,κ,ξ

1

2
(||Λ||22 + ||κ||22) + C

∑
(i,j)∈I

ξij

∀(i, j) ∈ I, s.t. : Yij(Tr(ΛZ̄ij) + κ⊤(Xc
ij +Xr

ij)) ≥ ℓ− ξij

(14)

これは，SVM（Support Vector Machine）の二値
分類問題の形式と一致しているため，SVMLight

やLIBSVMなどの既存の高性能なソルバーによっ
て解くことができる.

2. p(ν, Z)の推定

p(Θ)が与えられると，部分問題は以下のように
なる.

min
p(ν,Z)

KL(p(ν, Z)||p0(ν, Z)) + CRℓ(p(Z,Θ))

切断平均場近似より，以下の式が得られる.

Tr(ΛZ̄ij) =

{
ψiΛψ

⊤
j if i ̸= j

ψiΛψ
⊤
i +

∑
k Λkkψik(1− ψik) if i = j

マージンの制約は ν に依存しないので，p(ν)は
Doshi-Velezら [11]と同様にして解を得ることが
できる.

また，劣勾配法を用いることで p(Z)を解くこと
ができる.ここで，観測されたリンクの組の集合
I を以下のように定義する．

Ii = {j : j ̸= i, (i, j) ∈ I and Yijf(X
c
ij , X

r
ij) ≤ ℓ}

I
′

i = {j : j ̸= i, (j, i) ∈ I and Yjif(X
c
ji, X

r
ji) ≤ ℓ}

また，g(x) ≤ ℓであるとき，∂xhℓ(g(x))は−∂xg(x)
に等しく，そうでなければ 0となる．これより，
Rℓ の劣勾配は以下のようになる.

∂ψik
Rℓ = −

∑
j∈Ii

YijΛk.ψ
⊤
j −

∑
j∈I′

i

YjiψjΛ.k

−I(Yiif(Xc
ii, X

r
ii) ≤ ℓ)Yii(Λk.ψ

⊤
i + ψiΛ.k + Λkk(2− ψik))

ここで，Λk.はΛの k番目の行を表し，Λ.kはΛ

の k番目の列を表す．また，I(・)は指示関数であ
り，括弧内に示された命題が真であるとき 1，そ
うでないとき 0を返す. 部分問題の劣勾配を 0と
すると，以下の ψik の更新式を得る.

ψik = Φ

 k∑
j=1

Ep[log νj ]− Lνk − C∂ψik
Rℓ


(15)

ここで，Lνk は Ep[log(1 −
∏k
j=1 νj)]の下限であ

る.

3.3 MedLFRMによる時系列ネットワーク
の解析

ここまでは一つのネットワークにおけるリンク予測
問題について着目してきた．この節では複数のネット
ワークを時系列的に捉えたときの予測について述べる．
これまで述べられてきていたモデルにおいては，潜在

特徴行列ZはψをハイパーパラメータとするBernoulli(ψ)

からサンプリングされたものであり，この ψをモデル
の中でランダムに初期化，学習し予測を行っていた．し
かし，複数のネットワークを時系列的に捉えたとき，前
時区間のデータの ψの学習結果を当時区間においての
初期状態として据えることで時間依存性を考慮する．
また，識別関数 F 内の実数値重み行列W，実数値重

みベクトル ηもモデル内でランダムに初期化，学習さ
れるものであるが，この二つについても先ほど述べた
ように前時区間のデータの学習結果を当時区間におい
ての初期状態に据えることで時間依存性を考慮するこ
とができ，予測精度の向上につながると考える．

4 実験

この章では実データセットを用いて，時間 t − 1ま
での学習結果を用いて時間 tのデータを学習し，時間
t+1におけるリンクを予測する実験を行い，その結果
について考察する．

4.1 データセット

実験には，欧州債務危機が起こった 2009年 7月から
2012年 12月における欧州銀行間での取引を記録した
データセットを用いる．通年のデータを月ごとに集計
し，12個のデータセットとして扱う．データセットに
は 153の銀行と 14の国が含まれる．データセットに含
まれる各銀行をノード，当月にある銀行と別の銀行と
の間に現金のやり取りがあった場合，そこにリンクが
あると見なす．この時，現金のやり取りというのは銀
行Aから銀行Bへと xユーロの現金が送られたという
ような状態を指す．したがって，このネットワークは有
向グラフとなり，隣接行列は非対称行列となる．リン
クに付与される関係属性は，取引された現金の量，そ
の取引が行われた際の金利，そして取引が同じ国内の
銀行間で行われたのであれば 1，異国の銀行間で行わ
れたのであれば-1をとるような二値変数の 3つとする．

4.2 実験設定

次にパラメータの設定について述べる．切断レベル
K は 40よりも大きくすれば十分に良い結果を得られ
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表 1: 提案手法と従来手法による翌月の取引有無に関
する予測結果

MAP average AUC

time-dependent model 0.387637 0.919695

time-independent model 0.346412 0.905515

ることが知られている [8]ことから，本実験においても
K = 50と設定する．損失パラメータ ℓ,ハイパーパラ
メータαは全ての実験において ℓ = 1, α = 0.1と設定し
た．また，このデータセットは不均衡である．（つまり，
正例よりも負例の方が多く存在する．）したがって，正
のデータに対してはC+，負のデータに対してはC−と
いう異なった正則化定数を用いることにし，C− = 0.1

とした上で C+ = 10C− とした．実験を行う時，先に
述べたように前月のパラメータの学習結果を当月の初
期状態として設定する．ただし，1回目の実験を行う
時，つまり 1月のデータセットに対して実験を行う際
は，W は [0,0.1] の区間で一様に初期化，ψ は 0.5 に
[0,0.001]の区間で一様に分布したランダムノイズを加
えたものとなるように初期化，η は平均が 0となるよ
うに初期化する．

4.3 評価方法と結果

先に述べたパラメータを用いて実験を行う．また，そ
れとは別に前月のパラメータの学習結果を用いず，ラ
ンダムに初期化した上で学習していく従来の手法でも
実験を行う．この二つの結果の MAP（mean average

precision）を比較する．MAPは予測精度評価法の 1つ
であり，[0,1]の範囲の値を取りうるもので，1に近いほ
ど精度がよいということになる．また同様にして得られ
た AUC（Area Under the Curve）の平均（12ヶ月分）
も評価指標として用いる．AUCも予測精度評価法の一
つであり，ROC（Receiver Operating Characteristic）
曲線の積分値を表すものである．完全に理想的な予測
をした場合に 1を，完全にランダムな予測をした場合
に 0.5をとる．このときの評価結果を表 1に示す．
また，4.1節で述べた 3つの関係属性のうち，どれか

1つを考慮せずにリンク予測を行うという実験を全て
の関係属性に対して行い，その結果を比較する．この
実験を行う際も前月のパラメータの学習結果を用いる
場合と用いない場合に分けて実験を行う．このときの
評価結果を表 2～表 4に示す．

4.4 考察

表 1から，前月のパラメータの学習結果を当月の初
期状態に据えることで，ランダムに初期化を行って予測

表 2: 国際取引，国内取引の別を考慮しない場合の予測
結果

MAP average AUC

time-dependent model 0.375433 0.915590

time-independent model 0.347404 0.906652

表 3: 取引量を考慮しない場合の予測結果
MAP average AUC

time-dependent model 0.380175 0.918378

time-independent model 0.346403 0.905512

表 4: 金利を考慮しない場合の予測結果
MAP average AUC

time-dependent model 0.362422 0.911382

time-independent model 0.347434 0.905525

する場合よりも精度が改善されていることが確認でき
る．次に，AUCよりもMAPの方が比較的向上してい
る点に関して考察する．まずAUCはリンクが有るノー
ド対にリンクが有ると予測できた場合とリンクが無い
ノード対にリンクが無いと予測できた程度が全ノード
対を占める割合を表す指標であり，MAP に関しては
リンクが有るところを有ると予測できた割合だけに注
目した指標である．そして 4.2節で述べたようにこの
データセットは不均衡なものであるため，リンクが有
るということを予測できたことにより価値があると考
えられる．よって，今回の実験においてより評価指標
として意味を持つのはMAPの方であるといえる．そ
のMAPにより大きな改善が見られたことから，前月
のパラメータの学習結果を当月のパラメータの初期状
態として用いることで効果的に時間依存性を反映させ
ることができたと言える．さらに，各関係属性を考慮
せずに行った実験結果について考察する．金利を考慮
せずに行った場合に比較的大きく予測精度が損なわれ
ていることから，取引の有無を予測するという観点に
おいては，金利がどの程度であったかという情報がよ
り重要なのだと予想することができる．逆に，取引量
を考慮せずに行った場合には比較的予測精度に差は見
られないため，過去の取引量は将来の取引の有無を予
測するにあたってはさほど重要ではないと解釈できる．

5 おわりに

本稿では，実問題において想定される連続値と離散
値で表現される関係属性が混在する場合のネットワー
クに対するリンク予測問題について，マージン最大化
潜在特徴関係モデル（MedLFRM）を拡張し，予測精
度の評価を行った．そしてそのようなネットワークの
時系列解析についても検討した．
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銀行間の取引データを用いて，前時区間において学
習したパラメータを当時区間のパラメータの初期状態
として据えながらリンク予測問題の実験を行い，各月
のAUCの平均と，MAPを用いて評価を行った．比較
対象として，従来の手法と同じく時系列を考慮せず，パ
ラメータをランダムに初期化するリンク予測問題の実
験も行った．その結果，前時区間のパラメータの学習
結果を用いた方が予測精度が良くなることが確認され
た．これより，ネットワークを時系列的に捉えて未知
パラメータや潜在変数を学習することで，リンク予測
の性能を改善できることを示した．
今後の展望として，損失パラメータ ℓや正則化定数

C−の適切な値を交差検定などの手法によって決定し，
リンク予測問題において精度の更なる向上を試みるこ
とが挙げられる．また，本稿ではリンク予測問題につ
いて議論を行ったが，リンクに付与された関係属性の
予測を行うといったことも考えられる．この場合，関
係属性が連続値で表現されているのか離散値で表現さ
れているのかによって，問題設定を回帰または分類に
区別して考える必要がある．関係属性の予測を行うこ
とによりノード間にあるリンクがどのようなものであ
るのかを予測でき，さらに本稿において用いた時系列
的な考えを導入することで，より詳細で広範囲なネッ
トワーク解析が可能になると考えられる．
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