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Abstract: 近年，個別株式のリターン予測において，様々なファクターの中から予測に有用な特

徴量を自動で抽出することのできる深層学習技術の応用研究がなされている．しかしながら，深

層学習は計算の過程が複雑で，人間にはその予測根拠の把握が難しく，意思決定に理由が求めら

れる実務での利用において，解釈の困難さが課題視されることがある．一方，深層学習の解釈手

法についても研究が行われており，深層学習において研究が盛んな画像分類等のタスクだけで

なく株価指数や株式個別銘柄等の資産価格リターン予測を行う深層学習モデルに対しても解釈

を行う研究が行われている．本稿では，モデルの解釈に焦点を当て，個別銘柄のリターン予測を

タスクとした深層学習モデルについて，LRP と呼ばれる深層学習の解釈手法を用いて，各入力値

の寄与度を個別銘柄レベルで確認した．さらに，深層学習モデルの入力値に個別銘柄属性だけで

なくマーケット指数等の市場情報を用いることで，銘柄属性と市場トレンドの 2 つの側面での

分析を行った．

1 はじめに 

近年，ビッグデータと呼ばれる大規模で多種多様

なデータの活用や計算機の大規模並列処理能力の向

上を背景に，与えられたデータからパターンを抽出

し，分類や予測を行う機械学習の技術が目覚ましい

発展を遂げている．特に，分類や予測等，対象とす

るタスクに有効な特徴量を人手で与えることなく，

自ら選択，抽出することのできる深層学習の技術が，

様々な分野で注目を浴びている． 

資産運用業界等でも，ポートフォリオマネジメン

トにおけるリスク管理や投資戦略等に対し，深層学

習を用いた研究がなされている．例えば，株価指数

や株式個別銘柄のリターン等の予測[11][23]，それを

応用したポートフォリオ選択[3][13]，リスクヘッジ

に関する予測[7]，ボラティリティ予測[14][20]等が挙

げられる．その中でもリターン予測は，投資戦略だ

けでなくポートフォリオ構築やリスク管理にも活用

できる非常に関心の高いテーマとなっている．

ところで，ファイナンス分野の研究において，株

式等の資産のリターンを説明するファクターモデル

がいくつも提案されている．最も基本的なモデルで

ある資本資産評価モデル（CAPM）では，個別資産の

リターンは，市場全体のマーケットポートフォリオ

に対する感応度βで特徴づけられている[10][15]．そ

して，株式の個別銘柄のリターンに対しては，β以

外に，企業規模や簿価時価比率を説明力のある変数

として組み入れた Fama-French の 3 ファクターモデ

ル[4]や，さらにモメンタムを組み入れた Carhart の 4

ファクターモデル[2]，その他，財務変数等を組み入

れた様々なマルチファクターモデルが提案されてい

る[5][6][8]．このような個別銘柄のリターンに対して

一定の説明力があると報告された変数は 300 以上あ

るものの，どの変数がリターンを説明する本質的な

要因であるか，もしくはそれらをどのように組み合

わせてリターンを説明するモデルとするか，未だ明

確な答えはない．また，運用実務において，個別銘

柄間の相対的な投資魅力度を定量的に推計するため

に，いくつかの銘柄属性等の変数をファクターとし
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て，クロスセクションで各銘柄のリターンを説明す

るマルチファクターモデルが利用されることがある．

しかし，多数のファクターの膨大な組み合わせから

有効なものをどう選択するか，また，ファクター間

やファクターとリターンとの非線形の関係をどのよ

うに取り込むかが課題となる場合が多い．このよう

な課題に対して，深層学習は，与えられたデータか

ら有効な特徴量を自動で抽出し，線形・非線形なモ

デルの構築が行える手法として高い親和性が期待さ

れる． 

しかしながら，深層学習が特徴量の自動抽出や非

線形の複雑な表現を扱える一方で，入力と出力間に

どのような関係性を学習したか人間が理解できる形

で確認することは難しく，ブラックボックス化して

しまう問題がある．深層学習を銘柄選定等の投資運

用実務に用いる場合，この問題によって投資判断の

根拠を示しにくく，投資信託等の運用マネージャー

の説明責任や，投資家の投資への納得性に対して障

壁になることが少なくない．これらは，深層学習技

術の実務への応用に対する重要な課題の一つだろう．

 一方で，深層学習の解釈手法1に関する研究も盛ん

に行われており，様々な手法が提案されている[9][1

8]．例えば LRP(Layer-Wise Relevance Propagation)2

[1]と呼ばれる手法は，深層学習のモデル構造に手を

加えず，モデルの出力値からその計算を遡ることで

各入力値が出力に対してどの程度貢献したかを計算

することができる．この技術を用いて，深層学習で

の画像分類やテキストの極性判定において，どの入

力部分が貢献したかを分析した研究が報告されてい

る[19][21]． 

金融分野においても，深層学習モデルの予測や推

論の根拠の理解に関する研究は注目度が高く，深層

学習を用いてリターン予測や株式選択を行う際に，

各入力変数の貢献度を分析して予測結果の解釈性を

高める研究が盛んに行われている。Shi ら[16]は深層

学習を用いて株式を選択する手法を提案し，多変量

解析法の一つである MDS（多次元尺度構成法）を用

いて推論根拠の可視化を行った．Wu ら[17]は GRU

（Gated Recurrent Unit）ネットワークと呼ばれる深

層学習の手法を用いて，過去の価格データから将来

の株価リターンを予測し，予測結果をユーザに解釈

しやすい決定木の形に変換する GRU-Tree という解

釈可能なモデルを提案した．塩野[22]は，多数の経済

金融時系列を入力とし，資産価格リターンの予想を

 
1 説明可能な AI 技術及びその研究分野の事を XAI（Explainable 

AI）と呼び，内閣府の人工知能技術戦略会議の人工知能技術戦

略実行計画（https://www8.cao.go.jp/cstp/tyousakai/jinkochino/keikak

u.pdf）や総務省の AI ネットワーク社会推進会議の 2018 年報告

書（http://www.soumu.go.jp/main_content/000564147.pdf）にも明記

行う CNN（畳み込みニューラルネットワーク）を，

マクロ経済の理論モデルとのマルチタスク学習によ

り過学習を緩和する方法を提案した．その際に，LR

P を応用することで，マクロ経済モデルでの経済フ

ァクターと資産価格リターン予測における共通因子

を特定し，モデルの解釈性を高めた．Nakagawa ら[1

2]は，深層学習による株式個別のリターン予測モデ

ルに LRP を適用し各入力値の影響を分析する手法

を提案した．これらの研究に対し，本稿では，株式

個別銘柄のリターン予測をタスクとした深層学習モ

デルの出力の解釈に焦点を当てた分析を行った．深

層学習の解釈性を高める手法は[12][22]と同様に LR

P を用いた．予測根拠の解釈対象の深層学習モデル

は，入力データに ROE 等の個別銘柄の属性であるフ

ァクター値の他，マーケット指数等の市場情報を用

い，ファンダメンタルズと市場全体のトレンドの両

方を考慮したモデルとした．このことにより，関連

研究にはない銘柄属性と市場トレンドの 2 つの側面

での貢献度分析が可能となる．具体的には，深層学

習が，入力値とした代表的な各銘柄属性に対して，

どのような特性を持つ銘柄のリターンを相対的に高

く（又は低く）予測したかを，予測リターン順を基

にしたロングポートフォリオとショートポートフォ

リオの平均 LRP 貢献度や，入力ファクターとその L

RP 貢献度の散布図から確認した他，個別銘柄レベル

での各属性の貢献度を確認した．また，マーケット

指数等の LRP 貢献度の時系列の変化や，特定の局面

において特に市場情報に影響を受けていた銘柄の属

性について分析を行った． 

 

2 実験設定 

2.1 リターン予測の深層学習モデル設定 

まず，LRP による予測根拠の解釈を行う学習済み

モデルとして，本稿では，クロスセクションでの株

式個別銘柄の相対的な投資魅力度を，時価総額や自

己資本比率等の銘柄属性等から予測する深層学習モ

デルを構築した．深層学習モデルは，多層パーセプ

トロンを用いた．また，各月末ごとにモデルを構築

し 1 ヶ月後を予測するローリング方式を想定した．

教師データは，その月末から翌月末までのリターン

とし，入力データは，各月末時点で入手可能なデー

タから作成した個別銘柄の属性である各ファクター

されている人工知能研究において重要なテーマの 1 つである． 
2 LRP は，深層学習モデルにおいて通常通りにデータを入力し

順伝播させた後に，レイヤー間の関係性を逆伝播することで入

力と出力の関係性を求める手法で，サンプルごとに出力値に対

する各入力値の貢献度を計算することができる． 
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値や東証 33 業種のダミー変数の他，月のダミー変数

やマーケット指数等，計 126 変数（各変数は表 3，4

参照）を用いた．なお，各データは必要に応じて標

準化や正規化の処理を行った．学習データには，各

月末時点で東証一部に上場している銘柄をユニバー

スとし，計算可能な入力データと教師データ過去 36

ヶ月分を用いた．学習したモデルによって予測され

る各銘柄の 1 ヶ月リターンの順位付けを行い，これ

を相対的投資魅力度とした．なお，モデルのハイパ

ーパラメータは予測日によらず共通の値（表 5 参照）

を用いた． 

 

2.2 パフォーマンス検証 

各月末に構築した深層学習モデルで予想される投

資魅力度の評価として，投資魅力度をもとにロング

とショートのポジションを構築し，月次リバランス

でロングショートポートフォリオを運用した場合の

パフォーマンスを計測した．ユニバースは東証一部

上場銘柄とし，投資魅力度の高い順に 10 分位ポート

フォリオを等ウェイトで構築，最高分位をロング，

最低分位をショートのポートフォリオとした．各ポ

ートフォリオの平均リターンの差であるスプレッド

リターンをロングショートポートフォリオのリター

ンとして 2005 年 12 月末から 2019 年 12 月末まで計

測し，各種パフォーマンス値を表 1 に示した． 

ロングショートポートフォリオのリターン/リス

ク比は 1.63 であった．また，各パフォーマンス値に

ついて，ロングポートフォリオは，TOPIX 対比でア

ウトパフォームしたのに対し，ショートポートフォ

リオはアンダーパフォームとなった．実際の運用で

は，売買コストやキャパシティ，投資可能な営業日

数等の制約があることに注意が必要ではあるが，こ

れらの結果から，深層学習モデルによるリターン予

測を投資戦略等へ応用することで，一定のパフォー 

 

表 1. ポートフォリオの各種パフォーマンス値 

  
ロング ショート 

ロング 

ショート 
TOPIX 

リターン 15.91% -5.20% 20.72% 2.31% 

リスク 19.67% 21.52% 12.75% 17.72% 

リターン/

リスク比 
0.81 -0.24 1.63 0.13 

最大ドロー 

ダウン 
-44.18% -74.42% -22.38% -56.23% 

（注）リターン及びリスクは年率の値を示す．参考として TOPIX

（配当込み）も示す． 

マンスを得られることが期待できるだろう． 

 

3 予測根拠の分析 

LRP 貢献度は，深層学習モデルによる個別銘柄ご

との予測リターンの計算に用いられた全ての入力値

について算出される．各 LRP 貢献度はプラスに大き

いほど，その入力のファクター値が出力の予測リタ

ーンに対してプラスに大きく寄与し，マイナスに大

きいほど，マイナスに大きく寄与することを表す． 

本稿では，入力データの内，代表的な銘柄属性フ

ァクターの LRP 貢献度に対し，予測リターンが高い

銘柄と低い銘柄間での傾向等を確認することで，予

測リターンの根拠の分析を行った．また，2019 年 6

月末の予測日における深層学習の予測結果を対象と

し，予測リターンが高い銘柄を前述のロングポート

フォリオの銘柄，低い銘柄をショートポートフォリ

オの銘柄として分析を行った．さらに，市場情報に

ついて，ロングとショートのポートフォリオにおけ

る平均 LRP 貢献度を算出し，その時系列変化や，特

定の局面において，予測リターンに対して市場情報

がポジティブ（又はネガティブ）に影響した銘柄群

の特性について調べた． 

 

3.1 個別銘柄の予測に対する根拠の提示 

まず，個別銘柄ごとにどのファクターが予測に寄

与しているのかを確認した．表 2 は，ロングとショ

ートのポートフォリオからそれぞれ 5 銘柄ずつ選択

した計 10銘柄の予測リターンとファクター値及びL

RP 貢献度を示している．予想経常利益修正～予想売

上高成長率の表中数値は深層学習モデルに入力され

た各ファクター値，その色は LRP 貢献度を示す．L

RP 貢献度が 0 の場合に白色，プラスに大きいほど赤

色が濃く，マイナスに大きいほど青色が濃くなるよ

うに色を付与した． 

銘柄ごとの予測リターンに対するファクターの L

RP 貢献度を見ると，例えば<4502>の場合では，予想

経常利益修正や予想益利回り，時価総額，予想 ROE，

予想売上高成長率の色が濃く，リターン予測に大き

く寄与していたことが分かる．また，これらファク

ターについて，予想売上高成長率は赤色であるため

プラス方向，それ以外は青色であるためマイナス方

向の寄与であることが分かる．ファクター値と合わ

せて見ると，予測リターンに対して，売上の拡大（予

想売上高成長率のファクター値がプラス）に関して

プラス方向に評価（LRP 貢献度が赤色）されている

ものの，収益性の低下（予想 ROE，予想経常利益修

正のファクター値がマイナス）や割高（予想益利回
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表 2. 個別銘柄の予測リターンと各ファクター値及び LRP 貢献度 

 

りのファクター値がマイナス）によるマイナス評価

（LRP 貢献度が青色）の寄与がより大きかったため，

投資魅力度が低く判定されたと推察することができ

る．同様に解釈すると，<3765>は，ファクター値と

LRP 貢献度を合わせて見ると，予測リターンに対し

て，割高気味（自己資本株価比のファクター値がマ

イナス，12 ヶ月リターンがプラス）であることがマ

イナスに評価（LRP 貢献度が青色）されるものの，

収益性（予想 ROE のファクター値がプラス）や安全

性（自己資本比率のファクター値がプラス）につい

てはプラス評価（LRP 貢献度が赤色）を受け，さら

に直近の株価下落（1 ヶ月リターンのファクター値

がマイナス）に対するリバウンドが見込めるため投

資魅力度が高く判定されたと推察することができる． 

 

3.2 ファクター効果の分析 

次に，投資魅力度の高い（又は低い）銘柄群では，

どのファクターがその予測に寄与している傾向があ

るのかを確認するため，個別銘柄ごとに算出された

LRP 貢献度について，ロングとショートのポートフ

ォリオでの各ファクターの平均値を算出した．また，

ファクターごとのポートフォリオ間での LRP 貢献

度の平均に有意な差があるかの検定も行った．その

結果を図 1 に示す．ロングポートフォリオでは，1 ヶ

月リターン，予想 ROE，予想益利回り，自己資本比

率がプラス予測に寄与していた．ショートポートフ

ォリオでは，1 ヶ月リターン，自己資本比率，時価総

額がマイナス予測に寄与していた．これらは全て 1% 

（注）各ファクターにおける平均の差の検定において，*は 5%，

**は 1%有意水準を示す． 

図 1. ポートフォリオの平均 LRP 貢献度 

 

有意水準となった．また，1 ヶ月リターンのように，

ロング側でもショート側でも予測に対する寄与が大

きいファクターがある一方で，予想 ROE や時価総額

のように，ロング側かショート側かどちらか一方の

予測に対して寄与するファクターもあった．入力デ

ータの分布にもよるが，投資魅力度の高い（低い）

予測に対して，深層学習モデルがどのファクターに

注目しているかの傾向を知る手掛かりになるだろう． 

ポート

フォリ

オ 

銘柄 
予測リ

ターン 

数値：入力変数値 / 色：LRP 貢献度（高[赤]-0[白]-低[青]） 

予想経

常利益

修正 

自己資

本比率 

自己資

本株価

比 

予想益

利回り 

1 ヶ月 

リター

ン 

12 ヶ月

リター

ン 

36 ヶ月

リター

ン 

時価総

額 
予想 ROE 

予想売

上高成

長率 

シ 

ョ 

ー 

ト 

4502 -0.40 -3.14 -0.66 -0.33 -3.02 0.27 -0.03 -0.77 2.90 -2.52 3.74 

6326 -0.28 -0.02 -0.23 -0.65 -0.20 0.97 0.65 0.15 2.28 0.23 0.25 

2503 -0.27 -1.07 -0.54 -0.88 -0.99 -0.36 -0.08 0.22 2.25 -0.37 -0.09 

9202 -0.25 -0.10 -0.49 -0.30 0.26 -0.65 0.41 -0.04 1.92 0.08 0.01 

7974 -0.25 -0.06 1.54 -1.09 -0.82 -0.05 1.17 1.94 2.81 0.66 0.26 

ロ 

ン 

グ 

3769 0.15 -0.02 -1.42 -1.38 -1.43 -0.13 1.34 1.69 1.42 1.80 2.40 

4188 0.15 -2.32 -1.26 0.13 1.60 0.51 -0.10 0.76 1.86 0.44 -0.04 

4684 0.17 0.09 1.82 -1.20 -1.05 -1.49 2.27 1.37 1.91 0.83 0.41 

3765 0.18 1.01 1.22 -1.10 -0.29 -2.20 1.55 -0.38 1.00 2.18 -0.14 

6770 0.27 -0.44 0.14 -0.25 0.09 -0.22 -0.96 -0.68 1.21 -0.10 -0.27 
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図 2. ファクター値と LRP 貢献度の関係 

 

図 1 で，特に 1 ヶ月リターンや予想 ROE 等のファ

クターにおいてポートフォリオ間での平均 LRP 貢

献度の差が大きいことが分かった．しかし，この情

報だけでは，どのファクターが予測リターンに寄与

している傾向にあるかは分かるが，ファクターの値

の大小と予測リターンの関係性は確認することがで

きない．つまり，ファクターの値と LRP 貢献度の関

係性や，これらと予測リターンの関係性で表わされ

る個別銘柄レベルでの全体的な傾向を確認すること

ができない．そこで，銘柄のファクター値と LRP 貢

献度の散布図と各変数のロングとショートのポート

フォリオ別のヒストグラムを用いて確認した．例と

して，図 2 に 1 ヶ月リターンと予想 ROE での結果を

示す．1 ヶ月リターンではファクター値と LRP 貢献

度は全体として負の相関関係にあり，特にロングポ

ートフォリオの銘柄ではファクター値はマイナス，

LRP 貢献度はプラスに裾野が広がっていた．ショー

トポートフォリオの銘柄では逆にファクター値はプ

ラス，LRP 貢献度はマイナスに裾野が広がっている

傾向が見られた．一方，予想 ROE ではファクター値

がプラスの範囲ではファクター値と LRP 貢献度は

正の相関があるが，ファクター値がマイナスの範囲

では明確な相関は見られず，ロングポートフォリオ

の銘柄では LRP 貢献度の分布はプラス側に寄って

いるが，ショートポートフォリオの銘柄では LRP 貢

献度の分布は 0 付近に集中していた．1 ヶ月リター

ンにおいて，ファクター値と LRP 貢献度には負の相

関があることから，この深層学習モデルは，この月

の東証一部市場の全体の傾向として，短期リバーサ

ル効果が働くことを予想していると解釈することが

できるだろう．また，予想 ROE において，高収益性

で見たクオリティー効果が働くことを予想している

と解釈できるだろう．さらに，ロングやショートの

ポートフォリオの銘柄に対し，LRP 貢献度が 0 付近

のものについて，そのファクター以外のファクター

が予測リターンに寄与していると解釈できるだろう． 

興味深い点として，銘柄間でファクター値と LRP

貢献度に相関がある中でも，同じファクター値の水

準でありながら LRP 貢献度に正負が異なるような

ばらつきがある点や，ファクター値が正の範囲と負

の範囲でファクター値と LRP 貢献度の関係性が異

なる傾向が見えたことが挙げられる．これらは，深

層学習の予測に他のファクターとの関係性や非線形

性が考慮されていた結果であるかもしれない． 

 

3.3 市場情報を用いた分析 

本稿で分析対象とした深層学習モデルでは，銘柄

属性だけでなく，TOPIX や為替といった市場情報も

入力値に用いた．これらの情報の予測リターンへの

寄与を確認することで，深層学習モデルが市場情報

をどう取り入れて予測したかについて分析した． 

図 3 では，4 つの市場情報についてロングとショ

ートの各ポートフォリオでの LRP 貢献度の平均値

の差を時系列で確認した．市場情報は，クロスセク

ションでは銘柄間で同じ値の入力であるものの，時

期によってロングとショートのポートフォリオ間で

異なる傾向が見られた．例えば，TOPIX 変化率は 2

008 年 10 月や 2011 年 3 月，2012 年 2 月，2016 年 7

月，2019 年 10 月にロングとショートのポートフォ

リオ間で LRP 貢献度の平均の差が大きかった．その

他にも，日本国債金利 10 年は 2011 年 3 月，ドル/円

は，2013 年 12 月や，2014 年 8 月，2019 年 3 月で差

が大きかった．一方で，他の指標と比べ VIX では目

立った動きは見られなかった． 

次に，TOPIX 変化率において LRP 貢献度のポート

フォリオ間の差が大きかった 2008 年 10 月に注目し

た．2008 年 10 月は，2008 年 9 月に起きたリーマン

ショックによる金融危機の影響で TOPIX は大きく

下落した．深層学習によるリターン予測において，

この TOPIX の下落をポジティブやネガティブに捉

えられた銘柄群にそれぞれどのような特性があるか 
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図 3. ロングとショートポートフォリオ間での 

各市場情報の平均 LRP 貢献度の差 

図 4. 2008 年 10 月末における TOPIX 変化率の 

  LRP による分位の各平均ファクター値 

 

を確認した．図 4 では，2008 年 10 月末を予測日と

した際の TOPIX 変化率の LRP 貢献度で 10 分位し，

最も高分位と低分位の銘柄をそれぞれ高 LRP，低 L

RP ポートフォリオとし，代表的な 10 個の銘柄属性

についてファクター値の平均を示した．その結果，

TOPIXの下落に対し深層学習の予測がポジティブな

影響を受けている銘柄の属性は，相対的に自己資本

株価比や予想益利回りが高く，1 ヶ月リターン，12

ヶ月リターン，36 ヶ月リターン，時価総額が低かっ

た．反対にネガティブな影響を受けている銘柄の属

性は，相対的に自己資本株価比や予想益利回りが低

く，1 ヶ月リターン，12 ヶ月リターン，36 ヶ月リタ

ーン，時価総額が高いという結果であった．この結

果から，深層学習モデルは TOPIX の下落が予測リタ

ーンに対してポジティブかネガティブか銘柄属性に

よって異なるよう学習していると解釈できるだろう． 

 

4 まとめ 

本稿では，LRP を用いて深層学習による個別銘柄

の予測リターンに対する根拠の分析を行った． 

表 2 では，銘柄ごとにどのようなファクターが予

測に寄与しているかの確認を行った．例えば，<450

2>は収益性の低下や割高であることが要因として投

資魅力度が低く判定され，<3765>は収益性や安全性

が高いことや，直近株価の下落に対するリバウンド

を見込んで投資魅力度が高く判定されたという解釈

を得ることができた． 

また，図 1 や図 2 から，投資魅力度の高い（又は

低い）銘柄群で予測リターンに対し，どのようなフ

ァクターの寄与が大きい傾向にあるか，市場全体で

の予測リターンに対するファクター効果として，

個々の銘柄の予測におけるファクター値と LRP 貢

献度の関係について分析した．具体的には，対象と

した 2019 年 6 月末を予測日として構築した深層学

習モデルが，東証一部の銘柄に対し，1 ヶ月リターン

について短期のリバーサル効果を予測していること

や，予想 ROE では，高収益性で見たクオリティー効

果を予測しているとの解釈結果を得ることができた． 

 図 3 では，入力値に用いた市場情報の内 4 つにつ

いて，時系列でロングとショートのポートフォリオ

間の平均 LRP 貢献度の差を分析した．市場情報は，

個別銘柄間では，入力値としては同じ値だが，出力

の予測リターンに対して異なった寄与を持つことが

確認できた．また，2008 年 10 月の金融危機による

下落局面において，TOPIX の下落情報をポジティブ

（又はネガティブ）に捉える銘柄の属性について図

4 で確認を行った． 

 

5 おわりに 

本稿では，LRP を用いて個別株式のリターン予測

をタスクとした深層学習モデルに対して，ファクタ

ーごとの予測リターンに対する貢献度を算出し，そ

の予測根拠の分析を行った．その結果，LRP 貢献度

を測る事で深層学習モデルが各銘柄の予測において，

どのファクターに着目してリターンの予測を行って

いるか，ファクターごとに全体的な傾向として予測

リターンにどのように影響しているかを確認するこ

とができた．本稿で用いた手法により，ファクター

とリターンの線形的な関係だけでなく，深層学習の

特徴である他の変数との関係や非線形性を考慮した

ファクターの効果を確認することができた． 
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また，実際に予測根拠を解釈する場合，図 1 で概

観を確認し，図 2 で注目すべきファクターの貢献度

との関係性を調べ，最終的には表 2 の個別銘柄での

貢献度を確認する等の手順で，ブラックボックスで

あった予測に対する根拠の手がかりが示せるだろう． 

さらに，図 3，図 4 のように銘柄の固有属性であ

るファクターの他，クロスセクションで銘柄間共通

の値となる市場情報についても寄与度分析を行うこ

とで，市場環境に応じてどのような情報が予測に用

いられるか確認することが可能となる．このように，

銘柄ごとの市場環境の影響を分析することで，モデ

ルのより詳細な解釈に繋がるだろう． 
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Appendix 

表 3. 個別銘柄の属性値 

入力変数名 

実績売上高 

成長率 
実績配当利回り 

予想 EBITDA/EV 

比率 
6 ヶ月リターン 実績益利回り 

予想売上高 

成長率 
予想配当利回り 時価総額 12 ヶ月リターン 予想益利回り 

実績経常利益 

成長率 
自己資本株価比 自己資本 36 ヶ月リターン 

売上高営業 

利益率 

予想経常利益 

成長率 

予想益利回り 

変化幅 
売上高 β値 自己資本比率 

実績純利益 

成長率 

時系列基準化 

益利回り 
出来高回転率 倒産確率 負債比率 

予想純利益 

成長率 

予想キャッシュフロー

株価比 
1 ヶ月リターン 

予想経常利益 

修正 
純債務比率 

予想 ROE 
予想売上高 

株価比 
3 ヶ月リターン   

 

表 4. マーケット指数等 

 生値 
1 ヶ月 

変化率 

1 ヶ月 

差 

  
生値 

1 ヶ月 

変化率 

1 ヶ月 

差 

TOPIX ○ ○ -  日本国債金利 30 年 ○ - ○ 

日経平均 ○ ○ -  米国債金利 2 年 ○ - ○ 

NY ダウ ○ ○ -  米国債金利 5 年 ○ - ○ 

S&P500 ○ ○ -  米国債金利 10 年 ○ - ○ 

DAX ○ ○ -  米国債金利 30 年 ○ - ○ 

FTSE ○ ○ -  独国債金利 10 年 ○ - ○ 

ドル/円 ○ ○ -  英国債金利 10 年 ○ - ○ 

ユーロ/円 ○ ○ -  日経平均 VI ○ ○ - 

日本国債金利 2年 ○ - ○  VIX ○ ○ - 

日本国債金利 5年 ○ - ○  CRB指数 ○ ○ - 

日本国債金利 10 年 ○ - ○  WTI原油先物 ○ ○ - 

日本国債金利 20 年 ○ - ○  金先物 ○ ○ - 

（注）表中○のものを入力変数として用いる． 

 

表 5. 深層学習のハイパーパラメータ 

ハイパーパラメータ 値 

入力層 ユニット数 126 

隠れ層 1 

ユニット数 64 

活性化関数 tanh 

ドロップアウト 0.4 

隠れ層 2 

ユニット数 64 

活性化関数 tanh 

ドロップアウト 0.4 

隠れ層 3 

ユニット数 32 

活性化関数 tanh 

ドロップアウト 0.4 

出力層 
ユニット数 1 

活性化関数 linear 

損失関数 二乗誤差 

最適化アルゴリズム Adam 

ミニバッチサイズ / エポック数 300 / 20 
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